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RESUMEN

En la sierra del departamento de Puno, los registros de temperatura del aire presentan errores
sistematicos, valores atipicos y datos faltantes, lo que compromete la confiabilidad de los
analisis climaticos y la toma de decisiones en sectores como la agricultura, la gestion del agua
y la prevencion de desastres. Este estudio desarrolld un modelo matematico que integra
técnicas de machine learning (Random Forest y Gradient Boosting), herramientas estadisticas
y analisis geoespacial para el control de calidad, correccion e imputacion de series de
temperatura en estaciones meteoroldgicas. Se emplearon datos historicos del Servicio Nacional
de Meteorologia e Hidrologia del Pera (SENAMHI) del periodo 2001-2024, provenientes de
22 estaciones ubicadas por encima de los 3,800 m s. n. m. El modelo comprendi6 cuatro fases:
recopilacion y depuracion de datos, deteccion de anomalias, implementacion del algoritmo
hibrido y validacion de resultados. La evaluacion se realiz6 mediante métricas como el error
absoluto medio (MAE), la raiz del error cuadratico medio (RMSE) y el coeficiente de
determinacion (R?), complementadas con la prueba de Friedman. Los resultados mostraron que
el modelo redujo en mas del 30% el error en los registros originales y mejor6 la consistencia
espacial entre estaciones vecinas (» > .90), superando los métodos convencionales de control
de calidad. Estos hallazgos confirman la eficacia del modelo propuesto para optimizar la
calidad de los datos meteoroldgicos en regiones altoandinas y su aplicabilidad en otros
contextos con condiciones climaticas extremas.

Palabras clave: control de calidad, datos meteorologicos, machine learning,

temperatura del aire
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ABSTRACT

In the highlands of Puno, Peru, air temperature records often contain systematic errors,
outliers, and missing values, which compromise the reliability of climate analyses and
decision-making in sectors such as agriculture, water management, and disaster prevention.
This study developed a mathematical model integrating machine learning techniques
(Random Forest and Gradient Boosting), statistical tools, and geospatial analysis for quality
control, correction, and imputation of temperature series from meteorological stations.
Historical data from the National Meteorology and Hydrology Service of Peru (SENAMHI)
were used, covering the period 2001-2024 and including 22 stations located above 3,800 m
a.s.l. The model comprised four phases: data collection and cleaning, anomaly detection,
implementation of the hybrid algorithm, and validation of results. The evaluation employed
metrics such as Mean Absolute Error (MAE), Root Mean Square Error (RMSE), and the
Coefficient of Determination (R?), complemented by the Friedman statistical test. The results
showed that the model reduced the error in the original records by more than 30% and
improved spatial consistency between neighboring stations (r > .90), outperforming
conventional quality control methods. These findings confirm the effectiveness of the
proposed model in optimizing the quality of meteorological data in high Andean regions and
its applicability in other geographical contexts with extreme climatic conditions.

Keywords: quality control, meteorological data, machine learning, air temperature
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I. INTRODUCCION

1.1. Planteamiento del problema

En el contexto global, los errores en datos meteorolodgicos constituyen un problema que
afecta la precision de modelos climaticos y pronosticos. La Organizaciéon Meteorologica
Mundial (OMM, 2021) reporta que "el 15% de los datos de estaciones en zonas montanosas
presentan errores sistemdaticos"” (p. 45). Factores como cambios tecnolégicos, variabilidad en
métodos de medicion y errores humanos en la transcripcion inciden en la calidad de los
registros historicos (Pérez, 2019, p. 24). Antes de 1880, las incertidumbres superaban +0.5 °C
debido a la escasez de estaciones meteoroldgicas, y el calentamiento global ha reducido la
predictibilidad de los pronosticos, acortando en un dia la ventana de confianza con solo un
incremento de 2 °C (NASA Science Editorial Team, 2021).

En el contexto nacional, el Servicio Nacional de Meteorologia e Hidrologia del Pert
(SENAMHI, 2022) inform6 que "el 30% de las estaciones en Puno requieren recalibracion
debido a datos atipicos" (p. 12). Villanueva (2022, p. 45) advierte que "los errores en datos de
temperatura afectan hasta un 30% la precision de modelos climdticos en regiones
altoandinas". Asimismo, se sefiala que los sistemas de control de calidad como el Quality
Assurance/Quality Control (QA/QC) de la NOAA no consideran adecuadamente la
variabilidad altitudinal (Smith et al., 2020, p. 78).

En el contexto local, la sierra de Puno presenta caracteristicas geograficas y climaticas
extremas, con temperaturas nocturnas bajo 0 °C y alta incidencia de heladas, lo que demanda
datos meteoroldgicos de alta calidad. En Puno, el 30% de las estaciones meteorologicas
reportan datos inconsistentes (SENAMHI, 2022), impactando de forma directa los pronosticos
agricolas y la gestion hidrica. EIl SENAMHI (2017, p. 5) identificé que entre el 10% y el 20%
de las estaciones en los Andes centrales presentan intervalos de temperatura faltantes por

errores en la lectura de termdmetros analdgicos. En Progreso (Puno), se han detectado
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discrepancias de +4.2 °C por malinterpretacion de escalas en instrumentos de mercurio (Rubio,
2008, p. 5). La escasa capacitacion de observadores meteorologicos y la ausencia de controles
de calidad en tiempo real agravan esta situacion (SENAMHI, 2017, p. 5). Entre los problemas
mas frecuentes en la region se encuentran los outliers por radiacion solar intensa (Pérez, 2019,
p. 34) y vacios de datos en estaciones remotas (Goémez y Lima, 2021, p. 56).

1.2. Descripcion del problema

En un contexto global, estudios realizados por la Administracion Nacional de
Aeronautica y del Espacio, agencia del gobierno de Estados Unidos (NASA Science Editorial
Team, 2021, p. 1), sefialan que los errores en datos de temperatura atmosférica representan un
desafio critico para la modelizacion climatica y la gestion ambiental. Asimismo, destacan que
la precision de los registros histéricos de temperatura depende de factores como cambios
tecnologicos, variabilidad en los métodos de medicion y errores humanos en la transcripcion
de datos. Antes de 1880, las incertidumbres superaban +0.5 °C debido a la escasez de
estaciones meteorologicas. Investigaciones recientes indican que el calentamiento global
reduce la predictibilidad meteorolégica: un aumento de 2 °C en la temperatura acorta en un dia
la ventana de pronosticos confiables.

Por su parte, sistemas como el Quality Assurance/Quality Control (QA/QC) de la
NOAA no consideran adecuadamente la variabilidad altitudinal (Smith et al., 2020, p. 78), lo
que limita su eficacia en zonas con topografia compleja.

A nivel local, en la sierra de Puno (Pert), estos problemas se intensifican debido a
condiciones geograficas y socioeconOmicas particulares. Investigaciones del SENAMHI
(2017, p. 5) identificaron que entre el 10% y el 20% de las estaciones meteorologicas en los
Andes centrales presentan intervalos de temperatura faltantes por errores en la lectura de
termdOmetros analdgicos. En Progreso (Puno), por ejemplo, se han registrado discrepancias de

+4.2 °C debido a la malinterpretacion de escalas en instrumentos de mercurio.
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La vulnerabilidad climéatica de Puno, caracterizada por temperaturas nocturnas bajo 0
°C y una alta incidencia de heladas, exige datos meteoroldgicos precisos para respaldar
actividades agricolas que representan el 16.3% del PBI regional. Sin embargo, factores como
la ocupacion de llanuras aluviales, la falta de infraestructura de drenaje y el uso de materiales
de construccion inadecuados limitan la fiabilidad de las mediciones (Rubio, 2008, p. 5).

Estos problemas se ven agravados por la escasa capacitacion de los observadores
meteorologicos y la ausencia de controles de calidad en tiempo real, lo que reduce la capacidad
de respuesta ante fallos en la medicion o transmision de datos (SENAMHI, 2017, p. 5). En el
caso especifico de Puno, se han identificado dos situaciones criticas que comprometen la
confiabilidad de la informacién meteoroldgica. La primera corresponde a la presencia de
valores atipicos, o outliers, originados principalmente por la radiacion solar intensa, que altera
las lecturas de temperatura y genera desviaciones significativas respecto de los patrones
esperados (Pérez, 2019, p. 34). La segunda estd relacionada con los vacios de datos en
estaciones ubicadas en zonas remotas, donde las condiciones geograficas y la limitada
conectividad dificultan la transmisioén continua de informacién, provocando interrupciones en

las series historicas y limitando los analisis comparativos a largo plazo (Goémez y Lima, 2021,

p. 56).
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1.3. Formulacion del problema
1.3.1. Problema general

(En qué medida el modelo matematico, basado en técnicas de inteligencia artificial
(Random Forest + Gradient Boosting), estadisticas y geoespaciales, mejora el control de
calidad para la correccion y rellenos de datos erroneos de temperatura del aire en las estaciones
meteorologicas de la Sierra de Puno?
1.3.2. Problema especifico

Para abordar el problema general, se identifican preguntas especificas que orientaran el
desarrollo de la investigacion:

e En qué medida el modelo matematico, basado en técnicas de inteligencia artificial
(Random Forest + Gradient Boosting), estadisticas y geoespaciales, influye en la reduccion
de la incertidumbre de los datos de temperatura para mejorar la precision en el control de
calidad de las estaciones meteorologicas de la Sierra de Puno?

e En qué medida el modelo matematico basado en andlisis geoespacial influye en el
mejoramiento de la consistencia espacial de los datos de temperatura entre estaciones
vecinas para fortalecer la confiabilidad en el control de calidad?

1.4. Antecedentes
1.4.1. Antecedentes internacionales

Montiel (2017) desarrolld6 un modelo matematico para la evaluacion de peligros
naturales mediante informacion geografica, en un estudio publicado en la Red de Revistas
Cientificas de América Latina, el Caribe, Espafia y Portugal. La investigacion se llevo a cabo
en la region de La Guajira, Colombia, un 4rea con condiciones climaticas extremas y limitadas
estaciones meteorologicas, lo que la convierte en un escenario ideal para probar metodologias
de prediccion y control de calidad de datos ambientales. La metodologia, de enfoque

descriptivo, se estructur6 en cuatro fases: descripcion de sistemas de medicion, identificacion
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de variables de peligros ambientales, modelacion matematica y validacién de los modelos. El
estudio empleo técnicas de series temporales y control predictivo para mejorar la precision de
los datos.

Hallazgos y conclusiones del antecedente: El sistema predictivo ARMAX 2221 logro
un ajuste del 70% en series temporales de temperatura con un horizonte de prediccion de 50
meses, mostrando el potencial de los métodos adaptativos para corregir no linealidades en datos
ambientales. Sin embargo, la variable precipitacion no pudo ser predicha con precision debido
a la falta de datos, mientras que la temperatura y la velocidad del viento si fueron pronosticadas
con dos afios de antelacion. Estos resultados demuestran que la calidad de los datos y la
disponibilidad histérica influyen directamente en la capacidad predictiva, un aspecto clave
también presente en la realidad de Puno.

La Organizacion Meteorolégica Mundial (OMM, 2018b) publicd directrices
internacionales para la gestion de calidad de datos climaticos, dirigidas a servicios
meteorologicos nacionales. El documento enfatiza la necesidad de establecer sistemas de
control y seguimiento de procesos, documentacion estructurada y mejoras continuas, siguiendo
las recomendaciones del Guidelines on Quality Management in Climate Services (WMO-No.
1221). Estas pautas se basan en experiencias internacionales que muestran como la
estandarizacion mejora la comparabilidad y confiabilidad de los registros.

Hallazgos y conclusiones del antecedente: La OMM destaca que una adecuada gestion
de calidad garantiza que los datos sean consistentes y trazables, permitiendo su uso en
modelacién climatica global. Este marco normativo es aplicable a contextos como el peruano,
donde la homogeneidad de la informacién es un reto debido a la diversidad geografica y

climatica.
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OMM (2023, p. 24) ampli6 las recomendaciones previas, incorporando la exigencia de
sistemas claros de control de versiones y la implementacion de “metadatos de procedencia”.
Estos metadatos registran el origen, modificaciones y validaciones de cada conjunto de datos,
asegurando la integridad y transparencia del proceso de recoleccion y gestion.

Hallazgos y conclusiones del antecedente: La inclusion de metadatos detallados permite
reconstruir el historial de cada registro climatico, lo que mejora la capacidad de verificacion y
la replicabilidad de estudios. Este enfoque es crucial para zonas altoandinas, donde la calidad
de los datos puede variar seglin las condiciones de acceso y mantenimiento de las estaciones.

La OMM (1981, como se cit6 en IDEAM, 2007, p. 11) establecié que todos los datos
meteoroldgicos destinados al intercambio internacional deben someterse a procedimientos de
control de calidad, aplicables a datos de nivel I y II. Posteriormente, OMM (1992, como se citd
en IDEAM, 2007, p. 11) reforzo estas disposiciones al indicar que los centros de procesamiento
de datos deben implementar verificaciones de errores de cifrado y codificacion, coherencia
interna, temporal y espacial, asi como validaciones contra limites fisicos y climatologicos.
Estos estandares han sido aplicados a través de sistemas como el Control de Calidad
Automatico de Datos Meteoroldgicos (Instituto de Hidrologia, Meteorologia y Estudios
Ambientales [IDEAM], 2007, p. 11).

Hallazgos y conclusiones del antecedente: La estandarizacion de procedimientos ha
permitido reducir errores en el intercambio internacional de datos, mejorando la confiabilidad
de la informacion para modelacion global. Sin embargo, estos estdndares requieren
adaptaciones cuando se aplican en regiones con infraestructura limitada o condiciones
climaticas extremas, como es el caso de Puno.

Ferrero et al. (2020) realizaron un estudio en los Alpes suizos para evaluar la efectividad
del Kriging universal en la interpolacion de datos de temperatura, incorporando la altitud como

variable auxiliar. Utilizaron registros de 120 estaciones meteorologicas ubicadas entre los 400
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y 3,500 metros de altitud, recopilados durante un periodo de 15 afos. El analisis comparo
modelos con y sin variable altitudinal, utilizando wvalidacién cruzada para evaluar el
rendimiento.

Hallazgos y conclusiones del antecedente: La inclusion de la altitud redujo en un 92%
el error de estimacion, lo que evidencia la relevancia de incorporar variables topograficas en
regiones montafnosas. Este hallazgo tiene aplicacion directa en areas como Puno, donde la
variacion altitudinal es significativa y la distribucion de estaciones es dispersa.

Rodriguez et al. (2019) desarrollaron un modelo de machine learning basado en
Random Forest para detectar outliers en series de temperatura en los Andes colombianos, una
region caracterizada por alta variabilidad climatica y limitada densidad de estaciones. El
estudio utilizé datos histéricos de 20 afios y compar6 el rendimiento del algoritmo frente a
métodos estadisticos tradicionales como el Z-score.

Hallazgos y conclusiones del antecedente: El modelo Random Forest supero
significativamente a los métodos tradicionales en la deteccion de anomalias, mostrando mayor
precision y menor tasa de falsos positivos. Este resultado demuestra que los modelos de
aprendizaje automatico son herramientas prometedoras para la depuracion de datos en
contextos de alta complejidad climatica, como el sur andino peruano.

OMM (2021) publicé un informe que establece estandares globales de control de
calidad, sefialando que aproximadamente el 15% de los datos de estaciones remotas presentan
errores atribuibles a la falta de mantenimiento o a condiciones ambientales extremas. El estudio
se basd en un analisis comparativo de estaciones ubicadas en distintas regiones del mundo,
incluyendo zonas polares, desérticas y montafiosas.

Hallazgos y conclusiones del antecedente: La investigacion evidencio que los errores
se concentran principalmente en estaciones con dificil acceso, lo que retrasa su mantenimiento

y reparacion. Este hallazgo subraya la necesidad de sistemas de monitoreo automatizados que
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reduzcan la dependencia de intervenciones presenciales, una estrategia especialmente util para
regiones aisladas de Puno.

Holm et al. (2022) llevaron a cabo un estudio en Noruega para comparar distintas
técnicas de imputacion de datos en series temporales con patrones estacionales complejos.
Analizaron métodos como la interpolacion lineal, Spline y redes neuronales Long Short-Term
Memory (LSTM), utilizando datos de temperatura, humedad y precipitacion recolectados
durante 30 afios.

Hallazgos y conclusiones del antecedente: Las redes neuronales LSTM demostraron un
rendimiento superior en la reconstruccion de datos faltantes, especialmente en series con
estacionalidad marcada y eventos extremos. Esta capacidad de adaptacioén a variaciones no
lineales es relevante para la presente investigacion, que busca optimizar la calidad de datos
meteoroldgicos en entornos de alta variabilidad como el altiplano punefio.

Kietal. (2025) aplicaron 18 algoritmos de aprendizaje automatico para detectar outliers
en datos climaticos de 40 afios de estaciones en Burkina Faso. El enfoque multivariante se
centrd en variables clave como temperatura maxima y humedad relativa, utilizando la libreria
PyOD.

Hallazgos y conclusiones del antecedente: La deteccion automatica permitio6 identificar
anomalias criticas que hubieran distorsionado el andlisis climatico. Este resultado evidencia
que los algoritmos modernos son aplicables en contextos de infraestructura limitada, situacién
comparable a Puno.

El proyecto European Climate Assessment & Dataset (ECA&D, 2007) consolida
observaciones diarias de mas de 3,300 estaciones en Europa, integrando un control de calidad
automatizado y pruebas de homogeneidad que clasifican las series en categorias como “OK”,
“suspect” 0 “missing”.

Hallazgos y conclusiones del antecedente: Este sistema garantiza mayor



24

comparabilidad de los datos y permite el uso de redes dispersas de estaciones con confianza.
Su metodologia es extrapolable a regiones altoandinas, donde la densidad de estaciones es baja
y los errores son frecuentes.

El Copernicus Climate Change Service (C3S, 2021) implementd un marco de
aseguramiento de calidad de datos climaticos (EQC), estructurado en procesos continuos de
monitoreo y mejora basados en iniciativas previas de la Unioén Europea.

Hallazgos y conclusiones del antecedente: El marco EQC fortalece la trazabilidad y
consistencia de los datos, asegurando su uso confiable en modelacion global. Para contextos
como Puno, esta estrategia sugiere la importancia de sistemas estandarizados con mejora
continua.

Park et al. (2022) desarrollaron un modelo de redes neuronales MLP para la imputacion
de largos periodos de datos faltantes (meses o afios) en registros ambientales como humedad
del suelo y niveles freaticos.

Hallazgos y conclusiones del antecedente: El modelo super6 a los métodos tradicionales
de interpolacion, demostrando que las arquitecturas neuronales son utiles para reconstruir
series historicas fragmentadas. Esta evidencia es directamente aplicable a los registros
incompletos de estaciones meteorologicas punefias.

1.4.2. Antecedentes nacionales

En el contexto nacional, el Servicio Nacional de Meteorologia e Hidrologia del Pert
(SENAMHI) publicé el manual técnico titulado “Control de calidad de datos de estaciones
meteoroldgicas e hidroldgicas automaticas en el centro de procesamiento de datos del
SENAMHI”. Este documento establece lineamientos para la validacion de datos
meteoroldgicos y contempla variables como temperatura del aire, humedad relativa,
precipitacion y nivel de agua. Segiin el SENAMHI (2021), la validacion de datos requiere la

aplicacion de pruebas estadisticas y comparativas para garantizar su fiabilidad.
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Hallazgos y conclusiones del antecedente: El manual proporciona un marco
metodologico que unifica los criterios de control de calidad a nivel nacional, asegurando la
comparabilidad de los registros provenientes de distintas estaciones. Sin embargo, su
aplicacion enfrenta desafios en zonas altoandinas como Puno, donde las condiciones
geograficas y la escasez de infraestructura dificultan la implementaciéon completa de los
protocolos.

Kinouchi et al. (2019) analizaron la tendencia de calentamiento en los Andes tropicales,
estimada en 0.1 °C por década, y sefialaron que la modelizacion climética en estas zonas
requiere resoluciones espaciales inferiores a 1 km, una caracteristica que actualmente no esta
disponible en el 85% de las estaciones altoandinas.

Hallazgos y conclusiones del antecedente: La investigacion evidencio que la falta de
modelos de alta resolucion limita la capacidad de capturar la variabilidad microclimatica,
afectando las proyecciones climdticas y la planificacion agricola en regiones como Puno.

Bennett et al. (2016) corroboraron que la escasez de datos validados en zonas por
encima de los 4,000 m s.n.m. genera incertidumbres de hasta el 40% en proyecciones agricolas,
especialmente en cultivos sensibles a las variaciones térmicas.

Hallazgos y conclusiones del antecedente: Este antecedente subraya la importancia de
contar con series de datos completas y depuradas para reducir el margen de error en la
planificacion agropecuaria, un aspecto critico para la seguridad alimentaria en la region
altiplanica.

En conjunto, estos estudios revelan tres brechas criticas que afectan la region de Puno:
la limitada adaptacion de modelos globales a la variabilidad microclimatica andina, la ausencia
de algoritmos especificos para corregir errores en termometros de mercurio y la desarticulacion
entre protocolos institucionales (SENAMHI) y las capacidades técnicas locales.

Entre los proyectos realizados en la Sierra peruana se tienen:
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El SENAMHI (2022), en su informe anual, identificé que el 25% de los datos de
temperatura registrados en Puno requieren correccion debido a fallas en sensores o problemas
de transmision de datos. El estudio incluy6 inspecciones técnicas en campo y la comparacion
de registros entre estaciones automaticas y convencionales.

Hallazgos y conclusiones del antecedente: Se determind que la mayoria de las
inconsistencias provienen de deficiencias en el mantenimiento preventivo y correctivo de los
equipos, asi como de la ausencia de protocolos de calibracion periddica. Esto implica la
necesidad de reforzar las capacidades técnicas regionales y la implementacion de controles de
calidad en tiempo real.

El SENAMHI (2021) aplic6 métodos de media modvil para corregir series de
temperatura en Cusco, con especial atencion a estaciones situadas por encima de los 3,800 m
s.n.m. La iniciativa busco optimizar la consistencia de los datos para su uso en estudios de
variabilidad climatica y en la gestién de recursos hidricos.

Hallazgos y conclusiones del antecedente: Aunque la media mévil permitié suavizar
las series y eliminar fluctuaciones andomalas, se observo que esta técnica subestima la amplitud
térmica en zonas de alta montafia. Este resultado evidencia que las técnicas de correccion deben
adaptarse a las particularidades climaticas y topograficas de la region.

Ademads, complementando la informacién de los proyectos anteriores, se conocen las
siguientes investigaciones académicas:

Fernandez et al. (2023) desarrollaron modelos hibridos que combinan el enfoque
ARIMA con redes neuronales artificiales (RNA) para la correccion de datos meteorologicos
con errores no lineales en regiones altoandinas. La investigacion se aplico a series histdricas
de temperatura y precipitacion, incorporando validacion cruzada y analisis de sensibilidad.

Hallazgos y conclusiones del antecedente: Los modelos hibridos lograron mejorar

significativamente la precision de las series, reduciendo la tasa de error en comparacion con
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modelos puramente estadisticos o neuronales. Este enfoque resulta relevante para la presente
investigacion, ya que combina robustez estadistica y capacidad de modelado no lineal, aspectos
clave para la depuracion de datos meteorologicos en Puno.
1.5. Justificacion de la investigacion

La calidad de los datos meteorologicos es fundamental para la toma de decisiones en
diversas areas como la agricultura, la gestion del agua, la prevencion de desastres naturales y
el analisis del cambio climatico. En la sierra del departamento de Puno, la temperatura del aire
es un factor clave para la planificacion agricola y la evaluacion del impacto de eventos
climaticos extremos, como heladas y sequias. Sin embargo, la presencia de datos erroneos en
los registros meteorologicos debido a fallos en sensores, errores en la transmision de datos y
condiciones ambientales adversas compromete la confiabilidad de la informacion utilizada en
estos sectores.

Dada la importancia de contar con datos precisos y confiables, esta investigacion se
justifica desde los siguientes enfoques:
1.5.1. Justificacion cientifica

El desarrollo de un modelo matematico para la deteccion y correccion de datos erroneos
en registros de temperatura contribuird a la mejora de los métodos de control de calidad en
meteorologia. Esta investigacion aportard un enfoque basado en modelos matematicos y
estadisticos, permitiendo reducir la incertidumbre en los andlisis climaticos. Ademas, la
validacion del modelo contribuira al avance del conocimiento en el procesamiento de datos
ambientales, lo que puede servir como referencia para futuras investigaciones en otras regiones

con condiciones similares.
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1.5.2. Justificacion técnica

Actualmente, muchas estaciones meteoroldgicas utilizan métodos basicos de validacion
de datos que no son completamente efectivos para corregir errores sistematicos o aleatorios en
las mediciones. Un modelo matematico optimizado permitiré la deteccion automatica de datos
atipicos y la correccion de valores erroneos, lo que mejorard significativamente la calidad de
los registros meteorologicos. La implementacién de este modelo contribuird a optimizar los
procesos de monitoreo climatico en la region.
1.5.3. Justificacion socioecondomica

En Puno, sectores como la agricultura y la ganaderia dependen en gran medida de
condiciones climaticas precisas para planificar actividades productivas y mitigar riesgos
climaticos. La mejora en la calidad de los datos meteorologicos permitird a los agricultores y
tomadores de decisiones contar con informacion mas confiable, optimizando la gestion de
cultivos y reduciendo pérdidas econdmicas causadas por eventos climaticos adversos mal
pronosticados.
1.5.4. Justificacion ambiental

El cambio climatico ha generado variaciones significativas en las temperaturas y en
otros parametros meteoroldgicos, lo que hace aun mas crucial contar con datos precisos para
su estudio. Un modelo que mejore la calidad de los registros de temperatura permitira obtener
analisis mas fiables sobre las tendencias climaticas en la region, lo que contribuird a la
formulacion de politicas de adaptacion y mitigacion del cambio climatico.

En el caso de Puno, una region altamente vulnerable, se ha registrado un aumento de
0.8 °C en la temperatura media entre 1980 y 2020 (INAIGEM, 2021, p. 12). Este tipo de
informacion precisa resulta esencial para el disefio de modelos de adaptacion al cambio

climatico.
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1.5.5. Impacto en agricultura

En la region de Puno, aproximadamente el 80% de los agricultores dependen de
pronosticos climaticos para el manejo de cultivos como la quinua y la papa (MINAGRI, 2023).
La presencia de datos meteoroldgicos erroneos puede generar pérdidas significativas; por
ejemplo, se han reportado “pérdidas del 30% en cosechas por heladas no pronosticadas”
(Garcia et al., 2023, p. 25).

La implementacion de un modelo confiable permitiria mejorar los sistemas de alerta
temprana, lo cual contribuiria a la proteccion de la seguridad alimentaria en la region. En este
sentido, la investigacion adquiere relevancia al abordar una problematica que afecta la calidad
de los datos meteorologicos y, en consecuencia, su aplicabilidad en distintos sectores. Un
modelo matematico robusto no solo beneficiard a los centros de monitoreo climdtico y a la
comunidad cientifica, sino también a los sectores productivos y a la sociedad en general.

1.6. Limitaciones de la investigacion

Las principales limitaciones del presente estudio se relacionan con el alcance temporal,
la disponibilidad de datos y las variables consideradas. En primer lugar, el analisis se restringio
aun periodo de 30 afos debido a la ausencia de registros alternativos que permitan la validacion
en intervalos mas amplios. Asimismo, no se incluyeron otras variables con fines comparativos
de validacion, ni los metadatos de las estaciones meteoroldgicas en estudio, lo que podria
aportar informacion adicional sobre las condiciones y el historial operativo de cada punto de
medicion.

La investigacion depende exclusivamente de los datos de temperatura del aire
proporcionados por estaciones meteorologicas ubicadas en la sierra del departamento de Puno.
Sin embargo, la disponibilidad de registros completos y de alta calidad constituye un desafio,
ya que algunas estaciones presentan fallas en la recoleccidn, inconsistencias en la transmision

o periodos con informacion incompleta. A ello se suman diversas variables ambientales y
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técnicas que pueden influir en la calidad de los datos, como cambios bruscos en la temperatura,
interferencias electromagnéticas, fallas en los sensores o mantenimiento inadecuado de los
equipos, factores que pueden introducir sesgos y requerir ajustes adicionales en el modelo
propuesto.

Finalmente, si bien el modelo sera validado con datos reales de la sierra de Puno, su
aplicabilidad a otras regiones con diferentes caracteristicas climaticas y geograficas podria
requerir adaptaciones especificas. La extrapolacion de resultados dependerd de la similitud en
los patrones de error y en la estructura de los datos, por lo que se recomienda realizar pruebas
adicionales antes de su implementacion en otros contextos.

1.7. Objetivos
1.7.1. Objetivo general

Determinar en qué medida el modelo matematico, basado en técnicas de Machine
Learning, estadisticas y geoespaciales, mejora el control de calidad para la correccion y relleno
de datos erréneos de temperatura del aire en las estaciones meteorologicas de la Sierra de Puno.
1.7.2. Objetivos especificos

e Determinar en qué medida el modelo matematico, basado en técnicas de inteligencia
artificial (Random Forest + Gradient Boosting), estadisticas y geoespaciales mejora la
precision en el control de calidad, evaluando la reduccion de la incertidumbre en las series
de temperatura de las estaciones de Puno mediante métricas estadisticas (desviacion
estandar) y pruebas de significancia estadistica (p <.05).

e Determinar en qué medida el modelo matematico basado en técnicas geoespaciales mejora
la confiabilidad en el control de calidad, evaluando el aumento en la consistencia espacial
de los datos de temperatura mediante correlaciones significativas (% r Rellenado > % r

Original, » > .9) entre estaciones vecinas.
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1.8. Hipotesis
1.8.1. Hipdotesis general
El modelo matematico, basado en inteligencia artificial (Random Forest + Gradient

Boosting), técnicas estadisticas y geoespaciales, mejora significativamente la precision (p <

.05) y la confiabilidad (% r Rellenado > % r Original) de los datos de temperatura en las

estaciones meteoroldgicas de la Sierra de Puno.

1.8.2. Hipdtesis especificas

e FEl modelo matematico, basado en inteligencia artificial (Random Forest + Gradient
Boosting), técnicas estadisticas, reduce significativamente (p < .05) la incertidumbre en
las series de temperatura de las estaciones de Puno, mejorando la precision en el control
de calidad.

¢ El modelo matematico basado en técnicas geoespaciales incrementa significativamente la
consistencia espacial de los datos de temperatura, evidenciada por una correlacion
mejorada (% r Rellenado > % r Original, » > .9) entre estaciones vecinas tras la correccion,

mejorando la confiabilidad en el control de calidad.
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Il. MARCO TEORICO

2.1. Base tedrica
2.1.1. Errores en mediciones meteorologicas

El registro de datos meteoroldgicos constituye la base de cualquier andlisis climatico,
hidrologico y ambiental. La confiabilidad de dichos datos depende directamente de la precision
de los instrumentos utilizados, de los procedimientos de instalacion y calibracion, asi como de
las condiciones ambientales en las que operan las estaciones. En regiones de alta complejidad
geografica como la Sierra del Peru, las dificultades técnicas se potencian debido a factores
como la altitud, la variabilidad microclimatica y la limitada infraestructura para el
mantenimiento de equipos. Por ello, el estudio de los errores en mediciones meteoroldgicas se
vuelve crucial para implementar mecanismos de control de calidad y asegurar que los registros
de temperatura del aire sean representativos y utiles en la modelizacion climdtica y en la toma
de decisiones vinculadas a la gestion de riesgos y la planificacion agricola.
2.1.2. Tipos de errores en mediciones

La medicion de la temperatura del aire en estaciones meteorologicas esta sujeta a
multiples fuentes de error que afectan la calidad y confiabilidad de los datos. Estos errores se
clasifican generalmente en sistematicos y aleatorios. Los errores sistematicos estan asociados
a fallas recurrentes en los instrumentos o en los procedimientos de calibracion, generando
sesgos en los registros que pueden acumularse a lo largo del tiempo (Chatfield, 2004). Por su
parte, los errores aleatorios corresponden a variaciones impredecibles en las observaciones
debidas a factores externos como cambios bruscos de viento, humedad o interferencias

eléctricas (Wilks, 2019).
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2.1.3. Impacto de los errores en la calidad de datos

Los errores en las mediciones meteoroldgicas generan distorsiones que afectan la
validez de los andlisis climaticos, especialmente en regiones sensibles como los Andes. Una
desviacion de apenas 0.2 °C en las series de temperatura puede producir sesgos significativos
en la deteccion de tendencias de calentamiento a largo plazo (Kinouchi et al., 2019). Asimismo,
la Organizacion Meteorologica Mundial (OMM, 2017) ha sefialado que la calidad de los datos
es determinante para la elaboracion de modelos climaticos, la planificacion agricola y la gestion
de riesgos.
2.1.4. Normas internacionales y protocolos nacionales

La OMM (2018a, 2021) establece estandares internacionales para la instalacion,
calibracion y operacion de sensores meteorologicos, con el objetivo de garantizar la
trazabilidad y la homogeneidad de los registros. En el caso peruano, el SENAMHI (2021)
publico el Manual de control de calidad de datos de estaciones meteorologicas automaticas,
en el cual se detallan pruebas de validacion estadistica y comparativa para variables como
temperatura, humedad y precipitacion. Sin embargo, la aplicacion de estos protocolos enfrenta
desafios en la Sierra, donde las condiciones extremas y la limitada infraestructura dificultan la
implementacion de mantenimientos periodicos.
2.1.5. Series temporales en climatologia

El andlisis de series temporales constituye uno de los pilares fundamentales de la
climatologia moderna, ya que permite estudiar la evolucion de variables como la temperatura,
la precipitacion o la humedad a lo largo del tiempo. A través de estas series es posible
identificar tendencias, ciclos, anomalias y cambios estructurales en el clima de una region
determinada. En zonas altoandinas como la Sierra de Puno, la importancia de este enfoque es
ain mayor, debido a que la alta variabilidad microclimética exige registros confiables y

depurados que reflejen la realidad de los fenémenos locales (Wilks, 2019). En este contexto,
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las series temporales se convierten en herramientas esenciales para la deteccion de errores en
los datos meteorologicos y para la aplicacion de modelos matematicos que mejoren la calidad
de la informacion disponible.
2.1.6. Definicion y caracteristicas de las series temporales

Una serie temporal se define como una sucesion de observaciones de una variable
registradas en intervalos de tiempo equidistantes (Chatfield, 2004). En climatologia, estas
series permiten analizar la persistencia de patrones, la ocurrencia de anomalias y la variacion
estacional de las condiciones meteorologicas. Sus principales caracteristicas incluyen la
tendencia (aumento o disminucion de largo plazo), la estacionalidad (repeticion de patrones en
intervalos regulares), la ciclicidad (fluctuaciones no periddicas) y la aleatoriedad (ruido
asociado a factores impredecibles). La correcta identificacion de estas propiedades es
fundamental para aplicar técnicas estadisticas de filtrado y modelizacion.
2.1.7. Aplicacion de series temporales en climatologia andina

En regiones altoandinas, las series temporales han demostrado ser esenciales para
comprender fendmenos como el retroceso glaciar, la variabilidad de las precipitaciones o los
cambios de temperatura asociados al cambio climatico (Vuille et al., 2018). Sin embargo, la
baja densidad de estaciones meteorologicas y la presencia de errores en los registros limitan su
utilidad. Kinouchi et al. (2019) sefialan que en los Andes tropicales, el 85% de las estaciones
no posee modelos de alta resolucion espacial, lo cual restringe la deteccion de microvariaciones
térmicas criticas para la agricultura de subsistencia.
2.1.8. Métodos estadisticos para la deteccion de anomalias

El andlisis de series temporales permite detectar anomalias o valores atipicos que
pueden deberse a errores de medicion o a fendmenos meteoroldgicos extremos. Entre las
técnicas mas utilizadas se encuentran el analisis de media movil, los filtros de Kalman y los

modelos autoregresivos integrados de media moévil (ARIMA) (Box et al., 2015). Estas
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herramientas facilitan la identificacion de patrones andmalos y la correccion de series
interrumpidas o incompletas, contribuyendo asi al mejoramiento del control de calidad de los
datos climaticos en la Sierra del Pert.
2.1.9. Modelos matemadticos aplicados a datos climdticos

Los modelos matematicos constituyen herramientas esenciales en el estudio del clima,
ya que permiten representar, analizar y predecir el comportamiento de variables meteorologicas
a partir de datos observados. En el caso de la temperatura del aire, los modelos estadisticos y
deterministas cumplen un rol fundamental en la deteccion de errores, la reconstruccion de
series incompletas y la generacion de escenarios futuros. Segiin Wilks (2011), la aplicacion de
modelos matematicos en climatologia busca reducir la incertidumbre asociada a los datos y
proporcionar bases solidas para la toma de decisiones en &mbitos como la agricultura, la gestion
de recursos hidricos y la planificacion territorial. En la region altoandina del Perd, donde los
registros suelen presentar vacios y anomalias, estos modelos adquieren especial relevancia,
pues permiten mejorar la calidad y confiabilidad de la informacion meteoroldgica disponible.
2.1.10. Modelos de regresion en climatologia

Los modelos de regresion constituyen uno de los enfoques mas utilizados para explicar
la relacion entre variables meteoroldgicas y detectar patrones en series temporales. La regresion
lineal simple y multiple ha sido aplicada para correlacionar la temperatura con factores como
la altitud, la latitud o la radiacion solar (Montgomery et al., 2012). En el contexto andino, estos
modelos han permitido estimar la temperatura en zonas sin estaciones meteoroldgicas mediante
interpolacion basada en estaciones cercanas (Buytaert et al., 2006). Sin embargo, presentan
limitaciones en la captura de fendémenos no lineales, por lo que suelen complementarse con

técnicas mas avanzadas.
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2.1.11. Modelos ARIMA y series estocdsticas

El modelo autoregresivo integrado de media mévil (ARIMA) constituye una técnica
estadistica de referencia en la modelizacion de series climaticas. Este modelo permite capturar
la dependencia temporal de los datos y predecir valores futuros a partir de las observaciones
pasadas (Box et al., 2015). En climatologia, el ARIMA ha sido utilizado para la proyeccion de
temperaturas mensuales y para la deteccion de anomalias en series largas de datos. En el Peru,
estudios como el de Fernandez et al. (2023) han combinado ARIMA con redes neuronales
artificiales, logrando reducir los errores asociados a datos incompletos y mejorando la precision
de las series temporales en regiones altoandinas.
2.1.12. Interpolacion espacial y temporal

La interpolacion matemadtica es clave para completar datos faltantes en registros
meteoroldgicos. Métodos como el inverso de la distancia ponderada (IDW), el kriging y el
spline han sido empleados para estimar valores de temperatura en areas sin observaciones
directas (Goovaerts, 1997). En la Sierra de Puno, donde muchas estaciones presentan vacios,
estas técnicas permiten generar superficies continuas de temperatura con relativa precision. No
obstante, su eficacia depende de la densidad de estaciones y de la correcta seleccion de
pardmetros, lo que plantea retos en regiones con infraestructura meteoroldgica limitada
(Bennett et al., 2016).
2.1.13. Deteccion de outliers en datos climdticos

La presencia de outliers o valores atipicos es frecuente en series de datos
meteoroldgicos debido a errores de medicion, transmision o condiciones extremas. La
deteccion de estos valores puede realizarse mediante métodos estadisticos como el analisis de
desviaciones estandar, pruebas de Grubbs o técnicas de boxplot (Barnett y Lewis, 1994). En
climatologia, la identificacion temprana de outliers es crucial para evitar sesgos en los modelos

predictivos y garantizar la calidad de la informacion. Estudios aplicados en la region andina
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han demostrado que la deteccion automatica de valores extremos mejora significativamente la
confiabilidad de las proyecciones climaticas (SENAMHI, 2021a).
2.1.14. Aprendizaje automdtico y control de calidad de datos climaticos

El avance de la inteligencia artificial y del aprendizaje automatico (machine learning)
ha abierto nuevas posibilidades para el control de calidad de datos meteorologicos,
especialmente en contextos donde los métodos estadisticos tradicionales presentan
limitaciones. Estas técnicas permiten identificar patrones no lineales, clasificar anomalias y
realizar predicciones mas precisas a partir de grandes volimenes de informacion climatica. En
regiones como los Andes del Peru, donde los registros suelen ser incompletos o presentan
errores de calibracion, el aprendizaje automético constituye una alternativa prometedora para
mejorar la fiabilidad de las series temporales de temperatura y otros pardmetros. De acuerdo
con Reichstein et al. (2019), la aplicacion de algoritmos de machine learning en climatologia
ha incrementado la capacidad de deteccion de outliers y ha optimizado la reconstruccion de
datos en sistemas complejos.
2.1.15. Algoritmos supervisados aplicados a datos climdticos

Entre los algoritmos supervisados mas utilizados en climatologia se encuentran
Random Forest y Gradient Boosting. Estos métodos construyen modelos predictivos a partir
de datos etiquetados, lo que permite detectar inconsistencias en series meteorologicas y corregir
valores erroneos. Breiman (2001) sostiene que Random Forest es particularmente robusto
frente a ruido y datos faltantes, lo que lo convierte en una herramienta valiosa para estaciones
meteoroldgicas de la Sierra peruana que registran interrupciones frecuentes. Asimismo, Chen
y Guestrin (2016) demuestran que el algoritmo XGBoost, una version optimizada de Gradient
Boosting, mejora la precision en tareas de prediccion climética y en la deteccion de anomalias

en datos de temperatura.
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2.1.16. Algoritmos no supervisados y deteccion de anomalias

Los algoritmos no supervisados, como K-means, DBSCAN o autoencoders, son
empleados para identificar estructuras ocultas en los datos sin necesidad de etiquetas previas.
En climatologia, han sido aplicados para la clasificacién de estaciones meteorologicas en
funcion de su comportamiento térmico y para la deteccion automadtica de valores atipicos.
Chandola et al. (2009) destacan que estos métodos son especialmente utiles en entornos con
grandes volumenes de datos y ausencia de metadatos confiables. En el caso del altiplano
peruano, estas técnicas permiten distinguir entre anomalias debidas a errores instrumentales y
aquellas causadas por fendmenos meteoroldgicos extremos.
2.1.17. Redes neuronales aplicadas a la climatologia andina

Las redes neuronales artificiales (RNA) han demostrado gran potencial para modelar
relaciones complejas en datos meteoroldgicos, gracias a su capacidad de aproximar funciones
no lineales. Segun Goodfellow et al. (2016), las RNA permiten reconstruir series temporales
incompletas y generar proyecciones de temperatura con mayor precision que los modelos
lineales tradicionales. En el contexto peruano, Fernandez et al. (2023) aplicaron modelos
hibridos que combinan ARIMA con RNA para la correccion de series de temperatura en zonas
altoandinas, obteniendo una reduccion significativa en la tasa de error.
2.1.18. Comparacion entre modelos estadisticos y de aprendizaje automdtico

Diversos estudios han mostrado que el aprendizaje automatico supera en desempefio a
los modelos estadisticos convencionales en el tratamiento de datos meteoroldgicos complejos.
Sin embargo, también presenta desafios, como la necesidad de grandes volimenes de datos
para entrenamiento y la dificultad en la interpretacion de resultados (la llamada “caja negra”).
Reichstein et al. (2019) sostienen que la combinacion de ambos enfoques, estadisticos y de
machine learning, ofrece un marco mas robusto para el control de calidad de datos climaticos.

En el caso de Puno, esta integracion resulta esencial debido a la dispersion geografica de las
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estaciones, las limitaciones de infraestructura y la alta variabilidad microclimatica.
2.1.19. Control de calidad de datos meteoroldgicos en el Peru

El control de calidad de datos meteorologicos constituye un componente esencial en la
generacion de informacion confiable para la gestion del clima y la planificacion territorial. En
el caso del Peru, la complejidad geografica, la diversidad climatica y la limitada cobertura de
estaciones en regiones altoandinas han generado una serie de retos en la validacion y correccion
de registros. De acuerdo con la Organizacion Meteoroldogica Mundial (OMM, 2011), los
procedimientos de control de calidad deben contemplar tanto verificaciones automaticas como
inspecciones manuales, garantizando que los datos presenten coherencia interna y consistencia
espacial y temporal. En este sentido, el Servicio Nacional de Meteorologia e Hidrologia del
Pert (SENAMHI) ha elaborado protocolos especificos para el tratamiento de series
meteoroldgicas que incluyen pruebas estadisticas, comparativas y analisis de homogeneidad.
2.1.20. Protocolos institucionales de control de calidad

SENAMHI (2021) public6 el manual técnico “Control de calidad de datos de estaciones
meteoroldgicas e hidrologicas automaticas”, en el cual se establecen lineamientos para la
validacion de registros provenientes de estaciones automaticas y convencionales. El
documento contempla variables como temperatura del aire, humedad relativa, precipitacion y
nivel de agua, e incluye procedimientos como deteccion de rangos validos, pruebas de
consistencia interna y comparacion entre estaciones cercanas. Este marco metodologico ha
permitido estandarizar los criterios de control de calidad a nivel nacional, asegurando la
comparabilidad de registros. Sin embargo, enfrenta dificultades en regiones como Puno, donde
la dispersion geogréfica y la falta de infraestructura limitan la aplicacién completa de los

protocolos (SENAMHI, 2021b).
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2.1.21. Limitaciones en regiones altoandinas

En la Sierra sur del Peru, particularmente en Puno, las estaciones meteoroldgicas se
ubican a altitudes superiores a los 3,800 m s.n.m., lo que genera condiciones extremas que
afectan el funcionamiento de sensores y equipos. Kinouchi et al. (2019) sefialan que el 85% de
las estaciones altoandinas carece de resoluciones espaciales menores a 1 km, lo que limita la
capacidad de modelar la variabilidad microclimatica. Asimismo, Bennett et al. (2016)
evidencian que la escasez de datos validados por encima de los 4,000 m s.n.m. puede generar
incertidumbres de hasta el 40% en proyecciones agricolas, lo cual resulta critico para la
seguridad alimentaria de comunidades rurales dependientes de cultivos sensibles a variaciones
térmicas.
2.1.22. Inconsistencias técnicas y necesidades de mantenimiento

Los registros meteoroldgicos en el Perti también enfrentan problemas relacionados con
fallas en sensores, interrupciones en la transmision de datos y ausencia de protocolos de
calibracion periddica. SENAMHI (2022), en su informe anual, identific6 que
aproximadamente el 25% de los datos de temperatura registrados en Puno requieren correccion
debido a fallas técnicas. Este hallazgo evidencia la necesidad de reforzar el mantenimiento
preventivo y correctivo de las estaciones, asi como de implementar mecanismos de control de
calidad en tiempo real para reducir los margenes de error en la captura de datos.
2.1.23. Proyectos de correccion y mejora de datos en la sierra peruana

Diversas iniciativas académicas y técnicas han buscado mejorar la calidad de los datos
meteoroldgicos en la Sierra. EI SENAMHI (2021) aplic6 métodos de media moévil para la
correccion de series de temperatura en estaciones situadas por encima de los 3,800 m s.n.m.,
logrando suavizar fluctuaciones andmalas, aunque con la limitacion de subestimar la amplitud
térmica. Asimismo, Fernandez et al. (2023) implementaron modelos hibridos ARIMA-RNA

para corregir datos de temperatura y precipitacion en la region altoandina, alcanzando una
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reduccion significativa de los errores. Estos resultados confirman la importancia de combinar
protocolos institucionales con herramientas estadisticas y de machine learning adaptadas a las
condiciones geograficas del Peru.
2.1.24. Brechas identificadas en el control de calidad en Puno

En conjunto, los estudios realizados en la region de Puno permiten identificar tres
brechas criticas: (i) la limitada adaptacion de modelos globales a la variabilidad microclimatica
de los Andes; (i1) la ausencia de algoritmos especificos para corregir errores en equipos
tradicionales como termdmetros de mercurio; y (iii) la desarticulacion entre los protocolos
normativos del SENAMHI y las capacidades técnicas locales para aplicarlos. Superar estas
brechas requiere fortalecer la infraestructura meteoroldgica, capacitar al personal regional y
fomentar el uso de tecnologias emergentes que garanticen registros confiables y consistentes a
largo plazo.
2.2. Marco conceptual
2.2.1. Control de calidad de datos meteorologicos

2.2.1.1. Datos climaticos. Los datos climaticos constituyen la informacion
cuantitativa obtenida mediante la medicion de variables atmosféricas, tales como temperatura,
humedad, presion y precipitacion. Estos registros permiten analizar y comprender el
comportamiento del clima en una region determinada, aportando insumos esenciales para
estudios de variabilidad y cambio climatico (Organizacion Meteorologica Mundial [OMM],
2018a).

2.2.1.2. Temperatura del aire. La temperatura del aire es una variable meteorologica
fundamental, cuya medicion adecuada resulta indispensable para evaluar las condiciones
climaticas, los fendmenos extremos y los procesos ecoldgicos (OMM, 2018a). En regiones
andinas, este parametro puede verse influenciado por factores topograficos, la radiacion solar

y las condiciones atmosféricas locales, lo que introduce complejidad en la interpretacion de los
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registros (OMM, 2017).
2.2.1.3. Errores en mediciones. Los errores en mediciones se definen como las
discrepancias entre el valor observado y el valor real de una variable. Estos pueden clasificarse
en sistematicos, constantes o predecibles, asociados por ejemplo a instrumentos mal calibrados
y aleatorios, que son impredecibles y varian en el tiempo (Taylor, 1997). Asimismo, los
registros climaticos suelen presentar valores atipicos o outliers, definidos como observaciones
que difieren significativamente del resto de los datos, cuya deteccion y correccion es
fundamental para evitar interpretaciones sesgadas (Wilks, 2011).
2.2.1.4. Datos erréneos de temperatura del aire. El control de calidad se puede
llevar a cabo mediante métodos manuales o automaticos. En principio, todos los
procedimientos de control de calidad necesarios se pueden aplicar de forma manual, aunque el
tiempo necesario es normalmente excesivamente largo. El control de calidad no debe introducir
un retraso apreciable, ya que los datos se tienen que transmitir en tiempo real para su uso
operacional. El control de calidad en tiempo real en el punto de observacion es, sin embargo,
de importancia fundamental, puesto que muchos errores introducidos durante el proceso de
observacion no se pueden eliminar posteriormente.
Toda la gama de errores de observacion puede dividirse en los tres grupos principales
siguientes:
e Errores de los aparatos técnicos, incluidos los instrumentos;
e Errores inherentes a los procedimientos y métodos de observacion; y
o Errores subjetivos aleatorios o sistematicos por parte de los observadores y operadores
colectores (La Organizaciéon Meteoroldgica Mundial - OMM N° 488,2010, p.VI -3).
e Control de calidad de datos climaticos. El control de calidad se basa en aplicar pruebas
estadisticas y fisicas para asegurar que los datos meteoroldgicos sean validos, consistentes

y confiables (Aguilar et al., 2003). Las técnicas incluyen pruebas de rango, validaciones
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espaciales y temporales, y deteccion de discontinuidades. (véanse la Tabla 27 y la Figura
9)

El control de calidad para los datos de las estaciones meteoroldgicas e hidrologicas
automaticas debe seguir un proceso de evaluacion y verificacion mediante una serie de pruebas
comparativas, estadisticas y otras, que permiten detectar, depurar, aislar datos inconsistentes,
y cuando sea posible restituir los valores correctos de aquellos datos defectuosos. (véanse las
figuras: Figura 10, Figura 11,Figura 12 Figura 13,Figura 14 y Figura 15) Para ello, el
instrumento de gestion orientado a dar confiabilidad a estos datos es el Manual Técnico de
Control de Calidad de Datos de estaciones meteorologicas e hidrologicas automaticas en el
centro de procesamiento de datos del Servicio Nacional de Meteorologia e Hidrologia del Pert,
el mismo que contribuye para contar con una base de datos confiable, con la debida calidad y
la oportunidad requerida (SENAMHI-Manual Técnico: MT-DRD-002,2021, p.4).

2.2.2. Modelo matemadtico

Un modelo matematico constituye una representacion abstracta de un fenomeno a
través de ecuaciones, algoritmos o funciones, cuya finalidad es describir, analizar, predecir o
corregir comportamientos observados en los datos (Wilks, 2011). En meteorologia, estos
modelos resultan fundamentales para la deteccion de anomalias y la reconstruccion de series
de datos incompletas o inconsistentes.

2.2.3. Series temporales climdticas

Las series temporales climaticas son conjuntos de observaciones ordenadas
cronoldgicamente que representan la evolucion de una variable en el tiempo. Su analisis
permite identificar tendencias, estacionalidades y patrones recurrentes, constituyendo la base
para modelos de prediccion climdtica y para la validacion de registros historicos (Chatfield,

2004). (véanse la Figura 9, la Tabla 28 y la Tabla 29)
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2.2.4. Estandares internacionales

La Organizaciéon Meteorologica Mundial ha establecido protocolos internacionales para
el control de calidad de datos. Segun sus directrices mas recientes, en zonas montafosas se
exige que el umbral de error en la medicion de temperatura no supere los £1.0 °C, dada la
importancia de esta variable para la caracterizacion del clima y la toma de decisiones en
contextos vulnerables (OMM, 2021, p. 30).
2.2.5. Errores en mediciones

Se define como las desviaciones o discrepancias entre el valor medido y el valor real o
verdadero de una variable. Estos errores pueden ser sistematicos (constantes o predecibles) o
aleatorios (impredecibles y variables) (Taylor, 1997).
2.2.6. Errores en los datos meteorologicos

Los errores en registros climaticos pueden clasificarse en sistemadticos, aleatorios y
atipicos. Los errores sistematicos provienen de instrumentos mal calibrados o condiciones
fisicas constantes, mientras que los aleatorios se originan por causas impredecibles. Los valores
atipicos o outliers son observaciones que difieren significativamente del resto de los datos
(Wilks, 2011). Detectarlos y corregirlos es clave para evitar interpretaciones erroneas.
2.2.7. Estacion meteoroldgica convencional

Estaciones meteoroldgicas equipadas con instrumentos meteoroldgicos manuales, que
sirven para medir variables climaticas (IDEAM, 2019, p. 115).
2.2.8. Estacion meteoroldgica automdtica (EMA)

Una estacion meteoroldgica automatica se define como una estacion meteoroldgica en
la que las observaciones se hacen y transmiten automaticamente (Organizaciéon Meteorologica

Mundial - OMM N° 182, 1992, p.65).
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2.2.9. Conceptos de random forest

Random forest es un algoritmo de aprendizaje automatico supervisado basado en
métodos de ensamble, desarrollado por Breiman (2001), que combina multiples arboles de
decision para generar predicciones mas robustas y precisas tanto en tareas de clasificacion
como de regresion. Este algoritmo construye un "bosque" de arboles de decision utilizando la
técnica de Bootstrap Aggregating (bagging), donde cada arbol se entrena con una muestra
aleatoria de los datos originales y un subconjunto aleatorio de caracteristicas (Hastie et al.,
2009).

El fundamento tedrico de random forest se basa en el principio de aprendizaje
ensamblado, donde multiples modelos débiles se combinan para crear un predictor fuerte,
reduciendo simultaneamente la varianza sin incrementar significativamente el sesgo (Breiman,
2001). Esta estrategia aprovecha la diversidad entre los arboles individuales para mejorar la
generalizacion del modelo y reducir el sobreajuste caracteristico de los arboles de decision
individuales.

La prediccion final se obtiene mediante agregacion de las salidas individuales: votacion
mayoritaria para clasificacion y promedio aritmético para regresion (James et al., 2013). Esta
combinacion de predictores débiles resulta en un modelo con mayor estabilidad y capacidad
para capturar relaciones no lineales complejas entre variables, caracteristicas que lo hacen
especialmente util para el anélisis de datos meteorologicos donde las relaciones entre variables
pueden ser altamente complejas y no lineales (Biau y Scornet, 2016).

2.2.9.1. Fundamentos matematicos. La clave de su eficacia radica en dos
principios fundamentales:

A. Bagging (Bootstrap aggregating). Cada éarbol en el bosque se entrena con una
muestra aleatoria (con reemplazo) de los datos de entrenamiento originales. Esto asegura que

cada arbol vea un subconjunto ligeramente diferente de los datos, lo que introduce diversidad.
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B. Aleatoriedad de caracteristica. En cada nodo de un arbol de decision, solo se
considera un subconjunto aleatorio de las caracteristicas disponibles para encontrar la mejor
division. Esto reduce la correlacion entre los arboles y ayuda a prevenir el sobreajuste.

Al promediar las predicciones de todos los arboles (para regresion) o mediante votacion
mayoritaria (para clasificacion), random forest mitiga el problema del sobreajuste que a
menudo afecta a los arboles de decision individuales, mejorando la generalizacion del modelo
y su capacidad para manejar datos ruidosos o con valores atipicos.

En cada division del arbol, solo se considera un subconjunto aleatorio de variables
predictoras (Vn caracteristicas, donde *n* es el total de variables).

C. Prediccion por mayoria o promedio. Clasificacion: Votacion mayoritaria entre
arboles. Regresion: Promedio de las predicciones individuales.

D. Método de construccion. El algoritmo construye multiples arboles de decision
utilizando el método de bagging (Bootstrap aggregating). La idea general del método de
bagging es que una combinacion de modelos de aprendizaje incrementa el resultado general.
Cada arbol se entrena con una muestra aleatoria de los datos de entrenamiento y utiliza un
subconjunto aleatorio de caracteristicas para cada division, lo que introduce la diversidad
necesaria en el ensamble.

E. Proceso de prediccion. En el proceso de prediccion, random forest combina las
salidas de todos los arboles individuales. Para tareas de clasificacion, se utiliza votacion
mayoritaria, mientras que para regresion se calcula el promedio de las predicciones de todos
los arboles. Esta agregacion de multiples predictores débiles resulta en un modelo mas robusto
y con menor varianza.

F. Aplicacion en meteorologia. En el campo de la meteorologia, Random Forest ha
demostrado ser eficaz en la imputacion de datos faltantes, deteccion de anomalias y prediccion

de variables climdticas como temperatura, precipitacion y radiacion solar. Gracias a su
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arquitectura no paramétrica, puede capturar relaciones complejas y no lineales entre las
variables meteorologicas (Tang et al., 2018).
2.2.10. Fundamentos de gradient boosting

Gradient boosting es una técnica de aprendizaje de maquina basada en el principio de
mejoras sucesivas por gradiente, introducida por Friedman (2001). A diferencia de random
forest, que construye arboles en paralelo, gradient boosting construye arboles de decision de
forma secuencial, donde cada nuevo arbol corrige los errores cometidos por el conjunto
anterior.

El proceso inicia con un modelo base simple (por ejemplo, un arbol pequeno), al cual
se le suman iterativamente nuevos modelos entrenados sobre los residuos del modelo anterior.
El objetivo es minimizar una funcién de pérdida (como el error cuadratico medio en regresion),
utilizando el descenso por gradiente para ajustar el modelo en cada iteracion.

Gradient Boosting es altamente flexible, ya que permite optimizar diversas funciones
de pérdida y aplicar técnicas de regularizacion como shrinkage (tasa de aprendizaje) y
submuestreo estocastico, lo cual mejora la generalizacion del modelo y evita el sobreajuste.

Su principio fundamental es el siguiente:

2.2.10.1. Aprendizaje secuencial. El algoritmo entrena los arboles de forma iterativa.
Cada nuevo arbol se construye para corregir los errores (residuos) del modelo combinado de
los arboles anteriores. Es decir, cada arbol sucesivo se enfoca en las instancias que el modelo
previo predijo incorrectamente o con un error significativo.

2.2.10.2. Optimizacion por gradiente. El término “gradiente” se refiere a que el
algoritmo utiliza un enfoque de descenso de gradiente para minimizar la funcion de pérdida.
En cada iteracion, el nuevo arbol se ajusta a los residuos negativos (el gradiente negativo de la
funcién de pérdida) del modelo actual, lo que permite que el modelo aprenda de manera mas

precisa de los errores previos.
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Implementaciones populares de Gradient Boosting incluyen XGBoost, LightGBM y
CatBoost, que han demostrado un rendimiento excepcional en una amplia variedad de
problemas de aprendizaje automatico, especialmente en datos tabulares. Gradient Boosting es
conocido por su alta precision y su capacidad para manejar relaciones complejas en los datos,
aunque puede ser mas propenso al sobreajuste si no se ajustan correctamente sus
hiperparametros.

2.2.10.3. Aplicacion en problemas de regresion. El algoritmo Gradient Boosting
funciona para datos tabulares con un conjunto de caracteristicas (X) y un objetivo (y). Como
otros algoritmos de aprendizaje automatico, el objetivo es aprender lo suficiente de los datos
de entrenamiento para generalizar bien a puntos de datos no vistos. Esta caracteristica es
fundamental para su aplicacion en la prediccion y correccion de datos de temperatura, donde
se busca establecer relaciones complejas entre variables meteoroldgicas.

En aplicaciones meteorologicas, Gradient Boosting ha sido ampliamente utilizado para
completar series de datos climaticos incompletos, especialmente cuando las relaciones entre
variables son no lineales o afectadas por factores geograficos y estacionales. Algoritmos
derivados como XGBoost y LightGBM han mejorado notablemente el rendimiento y la
eficiencia de este método en grandes volumenes de datos ambientales (Salcedo et al., 2021;
Zhang et al., 2022).

2.2.10.4. Métodos de ensamble: marco tedrico comin. Tanto Random Forest como
Gradient Boosting pertenecen a la familia de métodos de ensamble. Los métodos de ensamble
combinan las predicciones de varios estimadores bases construidos con un algoritmo de
aprendizaje dado para mejorar la generalizacion/robustez sobre un solo estimador. Dos
ejemplos muy famosos de métodos de ensamble son los arboles potenciados por gradiente y

los bosques aleatorios.
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2.2.11. Técnica de validacion cruzada para los modelos forest y gradiente boosting

La validacion cruzada es una técnica estadistica utilizada para evaluar el rendimiento
de un modelo predictivo y su capacidad de generalizacion a datos no vistos (James et al., 2021).
Consiste en dividir el conjunto de datos en subconjuntos (folds) para entrenar y evaluar el
modelo de manera iterativa, garantizando que cada dato se utilice tanto para entrenamiento
como para prueba. En este caso, se emplea la validacion cruzada de tipo K-Fold con k=5, lo
que implica dividir los datos en 5 subconjuntos, utilizando 4 para entrenamiento y 1 para prueba
en cada iteracion.

El objetivo principal de la validacion cruzada en este estudio es evaluar la robustez del
modelo hibrido (que combina Random Forest y Gradient Boosting) para corregir y rellenar
datos de temperatura media (Tmed) en las estaciones meteorologicas, asegurando que las
predicciones sean consistentes y confiables. Ademas, se utilizan métricas estadisticas como el
Error Absoluto Medio (MAE), el Error Cuadratico Medio de la Raiz (RMSE) y el Coeficiente
de Determinacion (R?) para cuantificar el rendimiento del modelo, y la prueba de Friedman
para evaluar diferencias significativas entre los folds.

2.2.12. Formulas de las métricas utilizadas
2.2.12.1. Error absoluto medio (MAE). El MAE mide el promedio de las diferencias
absolutas entre los valores reales y predichos, proporcionando una medida de la magnitud

promedio del error sin considerar su direccion (James et al., 2021). Se calcula como:

l TL
MAE = = |y — i
= lvi— G (1)
i=1
Donde:
yi: Valor real de la temperatura media.

y”1: Valor predicho por el modelo.

n: Numero de observaciones.
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2.2.12.2. Error cuadratico medio de la raiz (RMSE). El RMSE mide la raiz cuadrada
del promedio de los errores al cuadrado, penalizando mas los errores grandes y proporcionando

una medida de dispersion de las predicciones (Montgomery et al., 2021). Se calcula como:

mn

1 2
Rmm—\ﬂzﬂm—w- )

i=1

e Coeficiente de determinacion (R?). El R? indica la proporcion de la varianza
de la variable dependiente explicada por el modelo. Un valor cercano a 1
indica un buen ajuste del modelo (Kutner et al., 2005). Se calcula como:

B2_—1_ Z? 1y — ﬁt}g
] oy e
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Donde: y: Media de los valores reales.
o Test de friedman. El test de Friedman es un método no paramétrico utilizado
para comparar las distribuciones de las métricas (MAE, RMSE, R?) entre los k
folds, determinando si existen diferencias significativas en el rendimiento del

modelo (Conover, 1999). La formula del estadistico de Friedman es:

i
. 12N :
2 2 T
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g
Donde: N: Numero de observaciones (en este caso, nimero de

métricas evaluadas).
k: Numero de folds.
Rj: Suma de los rangos asignados al fold j. Un p-valor menor a 0.05

indica diferencias significativas entre los folds.
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2.3. Bases legales
2.3.1. Organizacion meteorologica mundial (OMM)

La OMM establece estandares internacionales para la observacion, registro y control
de calidad de datos meteoroldgicos mediante la WMO-No. 8 Guide to Meteorological
Instruments and Methods of Observation (OMM, 2018a). Esta normativa resulta fundamental
para garantizar la interoperabilidad y la confiabilidad de los datos climéaticos a nivel global.
2.3.2. Servicio nacional de meteorologia e hidrologia del Peru (SENAMHI)

En el contexto nacional, el SENAMHI es el organismo encargado de la gestion y
supervision de las estaciones meteoroldgicas en el Perd. La institucion define protocolos de
instalacion, mantenimiento y control de calidad de las estaciones, los cuales se encuentran
alineados con las recomendaciones de la OMM (SENAMHI, 2020).

2.3.3. Ley N° 28303- Ley del sistema nacional de ciencia, tecnologia e innovacion
tecnologica.

Esta norma promueve el desarrollo y la aplicacion de tecnologias orientadas a la mejora
de la gestion ambiental y climatica, destacando la importancia de generar y controlar datos
cientificos confiables (Ley N.° 28303. Ley Marco de Ciencia, Tecnologia e Innovacion
Tecnologica (27 de julio de 2004). Diario Oficial El Peruano).

2.3.4. Politica nacional de cambio climatico (PNCC) del Peru

La PNCC establece lineamientos para la gestion de informacion climatica destinada a
respaldar las acciones de adaptacion y mitigacion frente al cambio climatico. Asimismo, resalta
la importancia de garantizar la calidad y accesibilidad de los datos meteoroldgicos (MINAM,

2015).
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III. METODO

3.1. Tipo de investigacion

El presente estudio se enmarca en una investigacion aplicada, de enfoque cuantitativo,
con disefio no experimental y alcance descriptivo-explicativo.
3.1.1. Por su naturaleza: investigacion aplicada

De acuerdo con la clasificacion de Herndndez Sampieri et al. (2014), la investigacion
aplicada tiene como propdsito resolver problemas concretos en contextos especificos. En este
caso, se busca atender la problematica de la deteccion y correccion de errores en los registros
de temperatura del aire en estaciones meteorologicas de la sierra del departamento de Puno. La
finalidad es desarrollar un modelo matematico que pueda ser implementado por instituciones
como el SENAMHI, contribuyendo a mejorar la calidad de los datos climaticos y a fortalecer
la toma de decisiones en la gestion del clima y los recursos naturales.

3.1.2. Por su profundidad: diseiio descriptivo-explicativo

El disefio descriptivo-explicativo a nivel metodologico, el estudio abarca un disefio
descriptivo y explicativo:

Descriptivo: Metodologicamente, el estudio presenta un disefio descriptivo y
explicativo. En la dimension descriptiva, se identificaron y caracterizaron las fuentes y patrones
de error en los registros de temperatura del aire, especificando su frecuencia, tipo y magnitud
en las estaciones meteorologicas de la region (Hernandez Sampieri et al., 2014). Ello incluyo
la clasificacion de los tipos de fallas, como outliers, sesgos y datos faltantes. En la dimension
explicativa, se establecieron relaciones de causalidad entre las condiciones de los registros
meteoroldgicos y la efectividad del modelo propuesto, evaluando el grado en que este
contribuye a mejorar la precision y confiabilidad de la informacion climatica. De esta manera,
fue posible analizar como los errores instrumentales o ambientales afectan los datos y como el

modelo puede corregirlos. La combinacién de ambos enfoques permitid construir un modelo
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matematico fundamentado en evidencia empirica y adaptado a las condiciones particulares de
la sierra de Puno.
3.1.3. Por su metodologia: enfoque cuantitativo y disefio no experimental

El enfoque adoptado fue cuantitativo, dado que la investigaciéon se basé en la
recoleccion y andlisis numérico de datos de temperatura del aire. Se aplicaron técnicas
estadisticas y modelos matematicos para identificar, corregir y validar los registros erroneos,
lo que permitiod establecer relaciones entre variables, medir el impacto del modelo y generalizar
resultados a partir de muestras representativas (Creswell, 2014).

En cuanto a su disefio, la investigacion fue de tipo no experimental, ya que no se
manipularon deliberadamente las variables independientes. El estudio se desarroll6 a partir de
datos historicos registrados por estaciones meteorologicas, los cuales fueron analizados de
forma retrospectiva para identificar errores y aplicar los mecanismos de correccion.

3.2. Poblacion y muestra
3.2.1. Poblacion

La poblacion estuvo conformada por los registros historicos de temperatura del aire
recolectados por estaciones meteorologicas ubicadas en la region sierra del departamento de
Puno, Pert (véanse la Tabla 23, Tabla 24 y la Figura 5), de acuerdo con la clasificacion
climatica del SENAMHI (véanse la Figura 7). Esta region presenta una topografia compleja y
condiciones climaticas particulares que afectan la calidad de los datos registrados. Segun la
definicién de Pineda et al. (1994), la poblacion constituye el universo sobre el cual se desea
obtener informacion; en este caso, corresponde a los registros de temperatura del aire en las
estaciones convencionales y automaticas del SENAMHI.

Los criterios considerados para definir la poblacion fueron los siguientes:

e Periodo historico de 24 anos, desde 2001 hasta 2024.

e Estaciones ubicadas a una altitud mayor a 3,800 msnm.
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e Cobertura de todas las provincias de la sierra de Puno, con excepcion de Carabaya y Sandia,
por su influencia climatica de selva.
e Estaciones administradas y gestionadas por el SENAMHI, cuyos datos fueron obtenidos
desde su plataforma oficial (https://www.senamhi.gob.pe/?&p=estaciones).

3.2.2. Muestra

La muestra estuvo conformada por los datos de temperatura diaria del aire registrados
durante 24 afios (2001-2024) por un total de 22 estaciones meteorologicas del SENAMHI. La
seleccion se realizd mediante un muestreo no probabilistico por criterios técnicos y
geograficos, considerando los siguientes aspectos:

3.2.2.1.Representatividad geografica. Zonas altitudinales (>3,800 msnm). Zona
climatica de Sierra en base al mapa Climatico del SENAMHI donde se incluye todas las
provincias de Puno, a excepto las provincias de Carabaya y Sandia dado que climaticamente
tienen influencia de clima de la region selva. (véanse la Figura 4 y Figura 6)

3.2.2.2.Disponibilidad de datos. Series completas (>75% de datos) para el periodo
2001-2024, con excepcion se selecciond un minimo de 4 estaciones automaticas con menos
del 75% de disponibilidad de datos y a su vez que la mencionada estacion este ubicada cerca
de otra estacion meteoroldgica convencional, esta excepcion se justifica para validar el relleno
de datos faltantes de largo periodo.

3.2.2.3. Tipologia de estaciones. Incluye 4 Estaciones Automaticas y 18 Estaciones
Convencionales (véanse la Tabla 24).

3.2.2.4.Criterio de validacion. Se priorizo estaciones automaticas que estén ubicados
en el mismo lugar que su correspondiente estaciéon convencional, con la finalidad de tener una

mejor validacion estadistica de los datos.



3.3.  Operacionalizacion de variables

Tabla 1.

Operacionalizacion de variable independiente
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Definicién conceptual

Definicién operacional

Dimension Indicador

Instrumento

Escala valorativa

Conjunto de algoritmos y
técnicas estadisticas y
geoespaciales disefiados para
detectar, corregir y rellenar
datos erroneos de temperatura
del aire, optimizando la
precision y confiabilidad de
las series temporales en
estaciones meteorologicas

Implementacion de un
modelo hibrido que combina
Random Forest y Gradient
Boosting para la deteccion de
anomalias, correccion de
errores sistematicos y relleno
de datos faltantes en series
de temperatura media diaria
(2001-2024) de 22 estaciones
meteoroldgicas en la Sierra
de Puno, con un componente
geoespacial para garantizar
consistencia espacial.

Precision del modelo

matematico:
(Validacion
Cruzada(k-fold), Test
Friedman)
X1: Eficacia del
algoritmo Parametros

optimizados del
modelo matematico
(ej.: hiperparametros
en Random
Forest/Boosting).

Los datos fueron
recolectados desde
la plataforma
oficial del
SENAMHI, los
datos recolectados
se almacenaron en
un formado de
registro de datos
diarios del
SENAMHI

Razoén (numérica
continua).

Razén (numérica
discreta) y
nominal(categoricos)

Nota. Elaboracion propia
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Operacionalizacion de variable dependiente
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Definicion conceptual Definicion operacional

Dimension

Indicador

Instrumento

Escala valorativa

Medida de la calidad de los
datos de temperatura media
diaria corregidos y
rellenados por el modelo
matematico, evaluada a
través de la incertidumbre (p-
valor < .05, desviacidon
estandar) y la consistencia
espacial (correlacion » > .9
entre estaciones vecinas).

Proceso de evaluacion y
mejora de la calidad de los
datos de temperatura del aire
mediante la reduccion de
incertidumbre y el aumento de
la consistencia espacial,
asegurando que los datos sean
precisos y confiables para
analisis climaticos.

Y1: Precision:
(Reduccioén de
Incertidumbre)

Y2: Confiabilidad
(consistencia
espacial)

Reduccion de la
desviacion estandar
de las series
antes/después de la
correccion.

Correlacion de
Pearson (% r post-
correccion > % r
original) entre
estaciones vecinas.

Los datos fueron
recolectados desde
la plataforma
oficial del
SENAMHI, los
datos recolectados
se almacenaron en
un formado de
registro de datos
diarios del
SENAMHI

Razén (numérica
continua).

Razoén (numérica
continua).

Nota. Elaboracion propia
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3.3.1 Variable independiente (X): modelo matemadtico
e Dimension D1: Eficacia del algoritmo
e Indicadores:
v" I1: Precision del modelo matematico (%)
v’ 12: ParAmetros optimizados del modelo matematico
(véanse la Tabla 1)
3.3.2 Variable dependiente (Y): control de calidad
e Dimension D2: Precision (Reduccion de Incertidumbre)
e Indicadores:
v I3: Reduccion de la desviacion estandar de las series antes/después de la
correccion
e Dimension D3: Confiabilidad (Consistencia espacial)
e Indicadores:
v' 14: Variacion del coeficiente de correlacion de Pearson (%or post-correccion >
%r original) entre estaciones vecinas
(véanse la Tabla 2)
3.4. Instrumentos
Los instrumentos utilizados en esta investigacion para la adquisicion de datos se
basaron en el formato de registro de datos diarios (véanse las tablas: Tabla 9, Tabla 10, Tabla
11 y la Tabla 12). La informacion fue descargada desde la plataforma oficial del Servicio
Nacional de Meteorologia e Hidrologia del Peru (SENAMH]I):
https://www.senamhi.gob.pe/?&p=estaciones.
El disefio del formato de registro de datos diarios se elaboré tomando como referencia
el modelo de descarga proporcionado por dicha plataforma. Se recopilaron datos de estaciones

meteorologicas ubicadas en la sierra del departamento de Puno, correspondientes al periodo


https://www.senamhi.gob.pe/?&p=estaciones
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2001-2024, considerando tinicamente aquellas con altitudes superiores a 3,800 m s. n. m.
Para verificar la confiabilidad de los instrumentos y/o sensores, se aplico la prueba de
confiabilidad Test—Retest (véase Anexo 10, Ficha A7). Asimismo, la validacion del
instrumento de recoleccion de datos se realizd mediante el juicio de cuatro expertos del
SENAMHI, quienes evaluaron y aprobaron su pertinencia con una calificacion de nivel
Excelente. Los resultados de esta evaluacion se encuentran respaldados con firmas en las fichas
de validacion incluidas en los Anexos 5-8 (Fichas A3, A4, A5y A6).
3.5. Procedimientos
El desarrollo de la investigacion se llevara a cabo siguiendo un enfoque sistematico,
estructurado en cuatro etapas principales. Cada una de estas fases esta disefiada para garantizar
la calidad, confiabilidad y validez de los resultados obtenidos, en concordancia con los
objetivos y la hipotesis planteados.
3.5.1. Etapa I: recopilacion y preparacion de datos
En esta primera etapa, se recopilaran los datos historicos de temperatura del aire
provenientes de las estaciones meteorologicas ubicadas en la Sierra del departamento de
Puno, Peru. La obtencion de los datos se realizara a través de fuentes oficiales, como el
Servicio Nacional de Meteorologia e Hidrologia del Perd (SENAMHI). Posteriormente, se
llevard a cabo un proceso de limpieza y preprocesamiento de los datos, que incluira:
e [Estandarizacion de formatos y unidades de medida.
e Identificacion y manejo de valores faltantes o atipicos.
e Organizacion de los datos en series temporales y bases de datos estructuradas para su
posterior analisis.
Este proceso es fundamental para asegurar la integridad y consistencia de los datos antes

de su analisis (Wilks, 2019).



59

3.5.2. Etapa 2: desarrollo del control de calidad

En esta etapa, se implementara un proceso de control de calidad orientado a la deteccion
de anomalias en los registros de temperatura del aire. El objetivo principal es identificar y
clasificar datos atipicos o erroneos que puedan afectar la confiabilidad de los anélisis
posteriores.

Para ello, se aplicaran reglas estadisticas reconocidas internacionalmente para el control
de calidad de datos meteorolégicos, tales como las recomendadas por la Organizacion
Meteoroldgica Mundial (OMM, 2017). El procedimiento incluira:

3.5.2.1. Reglas de rango fisico. Se verificard que los valores de temperatura se
encuentren dentro de los limites fisicos y climatoldgicos esperados para la region de estudio.
Valores fuera de estos rangos seran marcados como potencialmente erroneos.

3.5.2.2. Reglas de consistencia interna. Se evaluard la coherencia temporal de los datos,
identificando saltos abruptos, repeticiones inusuales o secuencias improbables en las series de
tiempo (Wilks, 2019).

3.5.2.3. Reglas de persistencia. Se detectardn registros que permanezcan constantes
durante periodos anormalmente largos, lo cual puede indicar fallas en los sensores o problemas
de transmision de datos.

3.5.2.4. Reglas de comparacion espacial. Se compararan los valores de temperatura
entre estaciones meteoroldgicas vecinas para identificar discrepancias significativas que
sugieran posibles errores en una estacion especifica (Aguilar et al., 2003). Cada anomalia
detectada sera documentada y clasificada segiin su tipo y severidad. Los datos identificados
como erroneos seran excluidos temporalmente del analisis o marcados para su posterior
correccion mediante el modelo matematico desarrollado en la siguiente etapa.

Este enfoque sistematico garantiza que Unicamente los datos confiables sean utilizados

en el proceso de modelado y andlisis, incrementando asi la validez de los resultados obtenidos.
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3.5.3. Etapa 3: diseiio e implementacion del modelo matemadtico
En esta etapa, se desarrollara e implementara un modelo matematico integral orientado

a la correccion y el relleno de datos erroneos o faltantes en las series de temperatura del aire.
El proceso se estructura en tres fases complementarias:

3.5.3.1. Disefio de un modelo para la deteccion de anomalias. Se aplicaran
técnicas estadisticas para identificar registros atipicos o inconsistentes que no fueron filtrados
en la etapa de control de calidad. Esto permitird focalizar la correccion en los datos que
realmente presentan desviaciones significativas respecto al comportamiento esperado.

3.5.3.2. Disefio de un modelo para la correccion y relleno de datos. Para la
correccion y relleno de los datos de temperatura del aire diaria de los 20 afios de datos de la
Region Sierra de Puno se usé un modelo hibrido conformado de 2 algoritmos de Inteligencia
Artificial: Random Forest (RF) y Gradiente Boosting (GB). El modelo hibrido estd disefiado
para imputar valores de temperatura media diaria (Tmed) faltantes o invalidos para cada una
de las 22 estaciones meteoroldgicas en Puno. Combina las fortalezas de Random Forest (RF)
y Gradient Boosting (GB) para manejar tanto valores normales como extremos de temperatura
de manera efectiva, asegurando predicciones robustas para el clima variable y de gran altitud
de Puno.

3.5.3.3. Proposito. El modelo hibrido aborda datos de temperatura faltantes o
marcados como no validos (no "OK") prediciendo valores de Tmed utilizando caracteristicas
espaciales y temporales, aprovechando datos de estaciones vecinas y variables ambientales
como altitud, latitud y longitud.

3.5.3.4. Componentes del modelo. Se aplico un modelo hibrido compuesto por los
modelos: Random Forest (RF) y el modelo Gradiente Boosting (GB).

A. Random forest. Es robusto para capturar relaciones no lineales y manejar

patrones tipicos de temperatura debido a su conjunto de arboles de decision. Funciona bien
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para valores "normales" de temperatura dentro de los percentiles 1 al 99. Por ende, se usa la
siguiente configuracion:

e 200 arboles (n_estimators=200)

¢ Profundidad méxima de 15 (max_depth=15)

e Minimo 2 muestras por hoja (min_samples leaf=2)

e Raiz cuadrada de caracteristicas consideradas en cada division (max_features='sqrt')

B. Gradiente boosting. Destaca en modelar valores extremos (atipicos) al corregir
errores iterativamente, lo que lo hace adecuado para temperaturas extremas (por ejemplo, dias
inusualmente frios o calidos en el clima de gran altitud de Puno). La funcion de pérdida Huber
en GB asegura robustez frente a valores atipicos. Por ende, se usa la siguiente configuracion:

e Arboles (n_estimators=500)

e Tasa de aprendizaje de 0.08 (learning_rate=0.08)

e Profundidad maxima de 6 (max_depth=6)

e Funcion de pérdida Huber (robusta a outliers, loss="huber")

C. Enfoque hibrido. Al combinar RF para valores normales y GB para extremos, el
modelo equilibra precision y robustez, abordando la variabilidad en los datos de temperatura
de Puno, influenciada por la altitud (por ejemplo, 3,800—4,500 metros) y patrones climéaticos
regionales.

e Mecanismo de combinacion: Se calculan los percentiles 1 (ql) y 99 (q9) de los datos de
entrenamiento

e Para cada prediccion: Si la prediccion del RF esta fuera del rango [ql, q9], se usa la
prediccion del GB De lo contrario, se mantiene la prediccion del RF

e Ventajas del enfoque hibrido: RF proporciona robustez y buen rendimiento general. GB
captura mejor los valores extremos. La combinacién automatica optimiza el rendimiento

para diferentes rangos de valores.
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3.5.4. Etapa 4: validacion y evaluacion del modelo

Para evaluar la robustez y capacidad predictiva del modelo matemaético propuesto para
la correccion y el relleno de datos de temperatura, se implementd la técnica de validacion
cruzada (cross-validation), ampliamente utilizada en el ambito de la estadistica y el aprendizaje
automatico para estimar el desempeno de modelos predictivos (James et al., 2021).

La validacion cruzada consiste en dividir el conjunto de datos en varios subconjuntos o
folds. En cada iteracion, uno de estos subconjuntos se utiliza como conjunto de prueba (zest
set) y los restantes como conjunto de entrenamiento (fraining set). Este proceso se repite tantas
veces como folds se hayan definido, permitiendo que cada subconjunto sea utilizado una vez
como prueba y el resto como entrenamiento. Finalmente, los resultados obtenidos en cada
iteracion se promedian para obtener una estimacion mas robusta del error del modelo (Kuhn y
Johnson, 2013).

En este trabajo se emple6 la validacion cruzada k-fold con k£ = 5, que es uno de los
enfoques mas comunes. Formalmente, el procedimiento se describe asi:

3.5.4.1.Procedimiento para la validacion cruzada. A continuacion, se explica los

procedimientos para realizar la validacion cruzada.
A. Paso 1: Preparacion de los datos. A continuacion, se detalla los siguientes:

e Se seleccionan los datos con Flag Tmed ='OK'y valores no nulos de Tmed para garantizar
que se utilicen datos validos para la validacion.

e Las variables predictoras incluyen caracteristicas temporales (Day, Month, Day sin,
Day cos) y espaciales (Altitud, Latitud, Longitud), mientras que la variable objetivo es
Tmed (temperatura media).

e Los datos se dividen en k=5 folds usando el método KFold de scikit-learn con shuffle=True

y una semilla (random_state=42) para garantizar reproducibilidad.
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B. Paso 2: Entrenamiento y evaluacion del modelo. A continuacion, se explica los
procedimientos para el entrenamiento y la evaluacion del modelo.

e En cada iteracion del K-Fold, se entrena un modelo de Random Forest con parametros
especificos (n_estimators=100, max_depth=10, random_state=42, n_jobs=-1) utilizando los
datos de entrenamiento (4 folds).

e Las predicciones se generan para el fold de prueba, y se calculan las métricas MAE, RMSE
y R? para cada fold usando las formulas descritas anteriormente.

e Las predicciones y valores reales de todos los folds se almacenan para andlisis agregados y
visualizaciones.

C. Paso 3: Test de friedman. A continuacion, se explica los procedimientos para el
test de Friedman.

e Se aplica el test de Friedman (funcién friedmanchisquare de scipy. stats) a las métricas
MAE, RMSE y R? de los 5 folds para evaluar si existen diferencias significativas en el
rendimiento del modelo entre los folds.

e Siel p-valor es menor a 0.05, se concluye que hay diferencias significativas, lo que podria
indicar variabilidad en el rendimiento del modelo dependiendo de la particion de datos. Si
el p-valor es mayor o igual a 0.05, se asume consistencia estadistica entre los folds.

D. Paso 4: Visualizaciones y reportes. A continuacion, se explica los procedimientos
para la visualizacion y reportes.

e Tabla de evolucion de Métricas por fold: Se realiza calculos MAE, RMSE y R? a través de
los folds, permitiendo identificar la variabilidad en el rendimiento.

e Tabla de Test de Friedman: Se muestra la comparacion entre Folds mediante p-valores de t-
Student. Confirma la robustez del modelo entre folds.

e Grafico de Evolucion de Métricas por Fold de Validacion Cruzada:

e Se visualiza la evolucion de las métricas: MAE, RMSE y R? a través de los folds.
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e Grafico de Importancia de Caracteristicas de las Variables:

e Grafico de barras que muestra la contribucion de variables predictoras (Day, Month, Altitud,
etc.) en la prediccion de Tmed.

e Diagrama del Modelo Hibrido (RF + GB):

e Representa el flujo del modelo hibrido, incluyendo seleccion de -caracteristicas,
entrenamiento y ldgica de prediccion.

3.5.4.2. Analisis de importancia de caracteristicas. El modelo random forest para
calcular la importancia de cada variable predictora (Day, Month, Day sin, Day cos, Altitud,
Latitud, Longitud) en la prediccion de Tmed. La importancia se basa en la contribucion de cada
variable a la reduccion de la impureza en los nodos del arbol de decision, visualizada en un
grafico de barras.

A. Consideraciones técnicas. Manejo de Datos Faltantes: El utilizo la estrategia
preliminar la técnica de la mediana para imputar valores faltantes en las variables predictoras,
asegurando que el modelo pueda manejar datos incompletos.

B. Robustez del modelo. El modelo hibrido combina Random Forest para valores
normales y Gradient Boosting para valores extremos, mejorando la capacidad de prediccion en
casos atipicos.

C. Escalabilidad. El codigo esta disefiado para procesar multiples estaciones,
considerando  correlaciones  espaciales y  distancias  geograficas  (usando
geopy.distance.geodesic) para seleccionar estaciones vecinas relevantes.

3.5.5. Etapa 5: Procedimiento para la deteccion, correccion y relleno de datos

La deteccion de anomalias en series temporales de temperatura del aire es un proceso
fundamental en el control de calidad de datos meteoroldgicos, especialmente en regiones como
la Sierra del Departamento de Puno. El objetivo es identificar y clasificar valores atipicos o

erroneos que puedan afectar el andlisis y la toma de decisiones. Este procedimiento se basa en
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la aplicacion de técnicas estadisticas y geoespaciales, siguiendo un enfoque sistematico y
reproducible. (véanse la Tabla 25, Tabla 26 y la Figura 8)
A continuacidn, se describen los principales procedimientos utilizados para la deteccion

de anomalias, incluyendo los conceptos, algoritmos y formulas relevantes:

3.5.5.1. Procedimiento para la deteccion de datos andmalos. Deteccion de Valores
Vacios (SD): Se identifica registro de temperatura media (Tmed) con valor nulo o no registrada
(NaN). Estos casos se clasifican bajo el tipo SD (sin dato), luego se registran con una bandera
(Flag) y se excluyen de los célculos posteriores. La formula es la siguiente: Si Tmed = NaN,
entonces se marca con un flag de tipo SD.

3.5.5.2. Verificacion con umbrales fisicos de rangos mundiales (LM). Se verifica
que los valores estén dentro de los rangos de temperatura validos. La férmula seria lo siguiente:
Rango mundial: Si Tmed € [—40,60] C, entonces los datos son aceptables, se marcan con un
flag de tipo ‘OK’ caso contrario se marca con ‘LM’.

3.5.5.3. Verificacion con umbrales fisicos de rangos nacional (LN). Se verifica que
los valores estén dentro de los rangos de temperatura validos. La formula es la siguiente: Si
Tmed € [-32,45]°C, entonces los datos son aceptables se marcan con un flag de tipo ‘OK’ caso
contrario se marca con ‘LN’.

3.5.5.4. Deteccion de variacion excesiva (VE). Se evaltan las diferencias absolutas
entre dias consecutivos. Si esta diferencia excede los 10 °C, y no hay datos faltantes, el dato se
considera andmalo. La férmula es la siguiente: Si la ATmed = |Tmed) — Tmed-1) [>10 °C,
entonces los datos son aceptables se marcan con un flag de tipo ‘OK’ caso contrario se marca
con ‘VE’.

3.5.5.5. Deteccion de valores repetidos (VR). Se detectan secuencias consecutivas de

cuatro o mas dias con el mismo valor de temperatura para cada estacion. La formula es la
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siguiente: Si Tmed = Tmed-;) = ... = Tmed-n) con n>3, se marca como ‘VR’.
3.5.5.6. Filtro de hampel (FH). Es un método robusto basado en la mediana y la
desviacion absoluta mediana (MAD) para detectar valores atipicos. Formula: Basado en la
Mediana y la Desviacion Absoluta Mediana (MAD): MAD ventana = mediana (|1X
i—mediana(X)|)
MAD escalado = 1.4826 ¥ MAD ventana
Score ; = |X i—mediana(X)| / MAD escalado
Si Score ; > 3.5, se considera anomalia y se marca con ‘FH’.
3.5.5.7. Verificaciéon de consistencia espacial (CE). Se compara el valor de Tmed de
una estacion con la mediana de las estaciones vecinas (dentro de un radio de 50 km), si la
diferencia excede 10 °C, se clasifica como inconsistente espacialmente. La formula es la
siguiente: Si la |Tmed estacion — mediana vecinas | > 10 = se marca como ‘CE’.
3.5.5.8. Verificacion con umbrales fisicos regional (LR). Se calcula los Umbrales
Fisicos Regional mediante la técnica estadistica Boxplot, se toma como serie al conjunto de
todas las estaciones de la Region. La formula es la siguiente:
IQR = Rango intercuartilico
IQR=Q3-Q1
Limite inferior = Q1-1.5-I1QR
Limite superior = Q3+1.5-1QR
Los valores fuera de este rango se clasifican como ‘LR’

e Verificacion con Umbrales Fisicos por Estacion (LE): Se calcula los Umbrales Fisicos por
Estacion mediante la técnica estadistica Boxplot, se toma como serie al conjunto de cada
Estacion. La formula es la siguiente:

IQR = Rango intercuartilico

IQR = Q3-Ql
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Limite inferior = Q1—1.5-1QR
Limite superior = Q3+1.5-IQR
Los valores fuera de este rango se clasifican como ‘LE’
En el Anexo 15, Diagrama C1 de puede visualizar el flujo del modelo de control
de calidad.
3.5.5.9. Procedimiento para correccion y relleno de datos. Luego de detectar los
datos anomalos que fueron marcados con un flag, a continuacion, se explica los procedimientos
para la correccion y relleno de datos.
A. Ingenieria de caracteristicas. A continuacion, se detalla los siguientes:
e Caracteristicas Temporales:
e Day: Dia del afio (1-365/366) para capturar estacionalidad.
e Month: Numero de mes (1-12) para patrones estacionales.
e Day siny Day cos: Codificaciones ciclicas del dia del afio usando transformaciones seno
y coseno para modelar periodicidad (por ejemplo, np.sin (2 * np.pi * Day/365).
B. Caracteristicas espaciales. A continuacion, se detalla los siguientes:
e Altitud, Latitud, Longitud: Consideran la variabilidad topografica de Puno (por ejemplo,
efectos de la altitud en la temperatura).
C. Estaciones vecinas. A continuacion, se detalla los siguientes:
e Seleccionar hasta tres estaciones con la mayor correlacion para Tmed (via
select correlated_stations).
o Incorporar sus valores de Tmed como caracteristicas (Tmed neighbor 1,
Tmed neighbor 2, Tmed neighbor 3).
e Los valores faltantes de caracteristicas se imputan usando la estrategia de la mediana

(SimpleImputer).
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D. Deteccion de valores atipicos. A continuacion, se detalla los siguientes:
e C(Calcular los percentiles 1 (ql) y 99 (q9) de Tmed para separar valores normales y
extremos.
e Valores normales (q1 < Tmed < q9) se usan para entrenar RF.

e Valores extremos (Tmed < ql o Tmed > q9) se usan para entrenar GB.

E. Parametros del modelo. A continuacion, se detalla los siguientes:
Random forest:
e n_estimators=200: Muchos arboles para promediado robusto.
e max_depth=15: Limita el sobreajuste mientras captura patrones complejos.
e min samples leaf=2: Asegura que los nodos hoja tengan al menos dos muestras para
estabilidad.
e max_features='sqrt": Usa la raiz cuadrada de las caracteristicas para diversidad.

e random_state=42: Asegura reproducibilidad.

n_jobs=-1: Usa todos los nucleos de CPU disponibles para mayor velocidad.
Gradient boosting:

e n_estimators=500: Mas iteraciones para correccion precisa de errores.

e learning rate=0.08: Tasa de aprendizaje moderada para convergencia equilibrada.

e max_depth=6: Permite modelar patrones complejos en valores extremos.

e min_samples_leaf=1: Permite divisiones detalladas para valores extremos.

e loss="huber': Funcién de pérdida robusta que combina error cuadratico (para errores
pequefios) y error absoluto (para errores grandes).

e random_state=42: Asegura reproducibilidad.
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F. Logica de prediccion hibrida. A continuacion, se detalla los siguientes:
Para cada prediccion, RF genera una prediccion preliminar (rf pred).
Sirf pred < ql o rf pred > q9, se usa la prediccion de GB (gb_pred); de lo contrario, se
usa rf pred.
Esto asegura que GB maneje valores extremos, mientras que RF maneja valores tipicos.
G. Generacion de predicciones:
Preparar las mismas caracteristicas para los registros objetivo que se usaron en el
entrenamiento.
Aplicar el modelo hibrido para predecir valores faltantes de Tmed y almacenarlos en
Tmed Generated.
H. Post-procesamiento:
Ajusta los valores generados para que coincidan con las propiedades estadisticas (media y
desviacion estandar) de los datos originales por estacion.
Aplica factores de escalado (por ejemplo, 1.25 para valores atipicos negativos, 1.15 para
ajustes negativos, 1.10 para ajustes positivos) para mantener consistencia con los datos
observados.
1. Validacion:
La validacion cruzada (cross_validate) evalua el rendimiento del modelo usando métricas
como MAE, RMSE y R
Se implementd una validacion cruzada de 5 folds para evaluar la precision de la
imputacioén, calculando métricas como MAE (1.20°C), RMSE (1.55°C) y R? (0.74) sobre
134,344 muestras, segin el documento del cddigo. (véanse la Tabla 6 y la Figura 29)
Luego de calcular las métricas por cada subgrupo o folds, se aplico a cada subgrupo el Test
de Friedman para validar el rendimiento del modelo hibrido (Random Forest + Gradient

Boosting). Su objetivo es determinar si existen diferencias estadisticamente significativas
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en las métricas de evaluacion (MAE, RMSE, R?) entre los diferentes folds de validacion
cruzada.
J. Eltest de friedman:

Friedman es una alternativa no paramétrica (no requiere normalidad de los datos). La
prueba de Friedman (Friedman, t-test) verifica diferencias significativas entre pliegues,
asegurando la estabilidad del modelo.

e El test de Friedman evalua:

e Hipotesis nula (Ho): No hay diferencias entre los folds (el modelo es estable).

e Hipotesis alternativa (Hi): Al menos un fold es significativamente diferente.

e Prueba de Hipotesis: Si p-valor > .05, entonces se aprueba la Hipotesis nula (Ho), por lo
tanto, el rendimiento es consistente (el modelo es robusto). Si p-valor < .05, entonces se
aprueba la Hipotesis nula (Hi) El modelo varia significativamente entre folds (posible
sobreajuste o datos no homogéneos). (véanse la Tabla 7)

e Visualizaciones: Se desarrollaron graficos de dispersion, graficos de residuos y en la
Tabla 33 y la Figura 30 se observa el analisis de importancia de caracteristicas con la
finalidad de evaluar el rendimiento del modelo y la contribucion de las caracteristicas. En
la Figura 31 se observa el flujo del modelo hibrido en base a los algoritmos de Inteligencia
Artificial: Random Forest y Gradiente Boosting.

El analisis de datos se disend para evaluar y mejorar la calidad de los registros de temperatura
del aire en las estaciones meteoroldgicas de la sierra del departamento de Puno, mediante un
enfoque cuantitativo que combina técnicas estadisticas y computacionales. Este proceso se
estructurd en dos componentes principales: a) Deteccion de anomalias, para identificar y
clasificar errores en los datos, y b) Correccion y relleno de datos, para rectificar valores
erroneos y completar series temporales faltantes. Estas fases responden a las preguntas de

investigacion, validan las hipotesis planteadas y aseguran la precision y confiabilidad de los



71

datos, utilizando métricas estadisticas con un nivel de significancia de p < .05 y correlaciones

espaciales (% r Rellenado > % r Original).

3.6. Analisis de datos

El anélisis de datos se disefid para evaluar y mejorar la calidad de los registros de
temperatura del aire en las estaciones meteorologicas de la sierra del departamento de Puno,
mediante un enfoque cuantitativo que combina técnicas estadisticas y computacionales. Este
proceso se estructurd6 en dos componentes principales: a) Deteccion de anomalias, para
identificar y clasificar errores en los datos, y b) Correccion y relleno de datos, para rectificar
valores erroneos y completar series temporales faltantes. Estas fases responden a las preguntas
de investigacion, validan las hipdtesis planteadas y aseguran la precision y confiabilidad de los
datos, utilizando métricas estadisticas con un nivel de significancia de p < .05 y correlaciones
espaciales (% r Rellenado > % r Original).
3.6.1. Anadlisis para la deteccion de anomalias

Se calcularon estadisticas descriptivas para cada tipo de anomalia, incluyendo la
frecuencia relativa (porcentaje del total de registros) y la distribucion temporal y espacial de
los errores. Por ejemplo, los valores vacios (SD) se analizaron para identificar patrones
estacionales o relacionados con el mantenimiento de las estaciones. Las anomalias LM y LN
se evaluaron para determinar si estaban asociadas con condiciones climéaticas extremas o fallos
instrumentales, mientras que VE y VR indicaron problemas de consistencia temporal. El
andlisis de consistencia espacial (CE) se apoyd en la matriz de distancias para verificar
correlaciones entre estaciones vecinas, utilizando el coeficiente de Pearson.

(véanse las figuras: Figura 17, Figura 18, Figura 19, Figura 20 y Figura 21)
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Tabla 3.

Indicadores del control de calidad

Indicador Indicador CC Cantidad Porcentaje Grupo

Vacio SD 21,928 13.6 Relleno
Fuera rango mundial LM 0 0
Fuera rango nacional LN 0 0
Variacion excesiva VE 31 0
Valor repetido VR 48 0 .
Filtro hampel FH 3,340 2.1 Corrige
Consistencia espacial CE 0 0
Fuera rango region LR 471 0.3
Fuera rango estacion LE 548 0.3
Buena OK 134,344 83.6 Buena

Total 160,710 100

Nota. Elaboracion propia

Figura 1.
Grdfico de indicadores de control de calidad

SD

13.6%

OK
83.6%

W sD LM IN HEMVE HVR
BFrH BCcE B®IR BELE HEOK

Nota. Elaboracion propia

En la Tabla 3 y la Figura 1Figura 3 se observar los indicadores de control de calidad
alrededor del 83.6% son datos buenos, el 2.8% los datos estan son detectados como andémalos,
un 13.6% fueron detectados como sin dato y finalmente imputados. El modelo hibrido

desarrollado corrigi6 y relleno el 16.3% de los datos.
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3.6.2. Analisis de correccion y relleno de datos
El componente de correccion y relleno de datos se disefid para rectificar valores
andémalos y completar series temporales faltantes, utilizando el modelo matematico hibrido.
Este proceso se basé en técnicas estadisticas y de aprendizaje automatico, integrando Random
Forest, Gradient Boosting.
3.6.2.1. Analisis para validar la hipotesis H1 mediante la reduccion de
incertidumbre. La incertidumbre se refiere a la variabilidad o error asociado a los datos, que
puede deberse a:
e FErrores instrumentales.
e Falta de homogeneidad en las series temporales.
e Datos faltantes o anomalias no detectadas.
Para cuantificar la incertidumbre en los datos de temperatura, se siguieron estos pasos
rigurosos:
A. Reduccion en la dispersion de los datos
Para cada estacion y variable (Tmed) se calcul6 de la desviacion estandar (o) tanto para la serie
original de datos crudos (con errores/anomalias) como para la serie de datos corregida o
rellenada (mediante Random Forest + Gradient Boosting). (véanse la Figura 22 y Figura 23)
En la Tabla 4 y la Figura 2 se observan una suposicion de disminucion de la
incertidumbre al comprobar que el 95% de los datos la desviacion Estandar corregido es menor
que desviacion estandar original o crudo, para probar esta suposicion es necesario realizar la
prueba de t-Student.
B. Cambio significativo en las estadisticas tras la correccion y relleno de datos. Para
verificar la suposicion de disminucion de la incertidumbre detectado en el punto anterior (I) se
procedio a realizar la prueba de t-Student. Para cada estacion y variable (Tmed) se calcul6 la

prueba t-Student
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Hipdtesis nula (Ho): No hay diferencia entre las medias de T original y T corregido.
Si “p-valor <.05”, rechazas Ho: El modelo redujo significativamente la incertidumbre.
(véanse la Tabla 30, 1a Tabla 31, la Tabla 32, la Figura 24, la Figura 25 y la Figura 26)

C. Resultado de la validacion. Se observa una suposicion de disminucion de la
incertidumbre al comprobar que el 95% de los datos la desviacion Estandar corregido es menor
que desviacion estandar original o crudo, para probar esta suposicion es necesario realizar la
prueba de t-Student.

En la Figura 2 se observa que el 95% de los datos tienen p-valor < 0.05, por lo tanto,

se afirma que el modelo redujo significativamente la incertidumbre (H1).
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Tabla 4.

Indicadores estadisticos de correccion y relleno

Id Desviacion Desviacion t-Student Reduce  Correlacio RMSE Datos Datos
Esta est:"ufdar esténd.ar (p-valor) incerti-  n original Original  originales generados
original corregido dumbre  rellenado  rellenado (%) (%)

E01 1.8176 1.7947 0 Si 0.9956 0.1706 94.9076 5.0924
E02 2.4322 2.4012 0 Si 0.9959 0.2226 95.0582 4.9418
E03 1.4587 1.4252 0.5123 No 0.9885 0.2211 95.0308 4.9692
E04 2.7075 2.5902 0 Si 0.9705 0.6581 94.5654 5.4346
EO5 2.6887 2.6421 0 Si 0.9959 0.2456 35.6057 64.3943
EO06 2.3471 2.2784 0 Si 0.9913 0.3151 95.0582 4.9418
E07 2.4186 2.3671 0 Si 0.9912 0.3213 97.9055 2.0945
EO8 2.181 2.1034 0 Si 0.9857 0.3727 96.1944 3.8056
E09 1.909 1.7967 0 Si 0.9808 0.3837 99.7536 0.2464
E10 1.82 1.7455 0 Si 0.9847 0.3226 96.8925 3.1075
Ell 2.9596 2.8866 0 Si 0.9935 0.3426 94.8939 5.1061
E12 2.4271 2.3429 0 Si 0.9866 0.4011 98.3162 1.6838
EI13 2.7539 2.6919 0 Si 0.9899 0.3915 99.3977 0.6023
E14 2.7678 2.7221 0 Si 0.9958 0.2563 33.4428 66.5572
El5 2.4876 2.418 0 Si 0.9931 0.2978 97.1526 2.8474
El6 4.7435 24515 0.0001 Si 0.5207 4.0564 60.6571 39.3429
E17 3.4981 3.2582 0 Si 0.9741 0.8107 99.6578 0.3422
E18 2.5367 2.3868 0 Si 0.9785 0.5352 99.9726 0.0274
E19 2.2268 2.1863 0.0004 Si 0.9968 0.1804 30.1711 69.8289
E20 2.5247 2.3393 0 Si 0.968 0.6493 98.5763 1.4237
E21 2.7127 2.4989 0 Si 0.9697 0.6803 95.5647 4.4353
E22 1.2826 1.219 0 Si 0.9563 0.3756 91.0472 8.9528
Prom. 2.49 2.3 0.02 0.96 0.56 86.36 13.64
Med. 2.46 2.38 0 0.99 0.36 95.31 4.69

Estacion automatica

Nota. Elaboracion propia
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Figura 2.

Estadistica de reduccion de incertidumbre

Nota. Elaboracion propia
3.6.2.2. Analisis para validar la hipdtesis H2 mediante la consistencia espacial. Para
cuantificar la Consistencia Espacial en los datos de temperatura, se siguieron estos pasos

rigurosos:

Paso 1: Calcular matriz de correlacion entre estaciones vecinas con datos originales (original
0 sin corregir).

e Paso 2: Aplicar el modelo y recalcular correlaciones con datos corregidos y rellenados.

e Paso 3: Comparar los valores de r de las 2 matrices. (véanse la Tabla 5)

e Para validar la mejora, se calcul6 el porcentaje de disminucion de r en cada estacion de la

serie corregidos y rellenados con respecto a la serie original o sin corregir.



Tabla 5.

Resumen de matriz de correlacion de datos original vs rellenado

Estacion Correlacion media Correlacion media Mejora r Tipo de
original rellenado estacion
EO1 0.781800133 0.789935639 Si Con
E02 0.766018649 0.77373769  Si Con
E03 0.566951752 0.581531965 Si Con
E04 0.811576953 0.802433519 No Con
EO5 0.828224159 0.803040273 No EMA
E06 0.77346754 0.783392421 Si Con
E07 0.767381883 0.774904242 Si Con
EO8 0.756649356 0.76395397 Si Con
E09 0.661591342 0.67352443  Si Con
E10 0.68147223 0.696504107 Si Con
Ell 0.750742058 0.769330701 Si Con
E12 0.698782461 0.717550872  Si Con
E13 0.748464297 0.769606205 Si Con
El14 0.772473542 0.760482667 No EMA
El5 0.688390374 0.709644788  Si Con
El6 0.417578557 0.649276572  Si Con
E17 0.747491439 0.729125619 No Con
E18 0.741556043 0.722876685 No Con
E19 0.680560116 0.660423977 No EMA
E20 0.565810384 0.549997866 No Con
E21 0.401240985 0.368201889 No Con
Promedio 0.70 0.71
Leyenda
Con Convencional EMA Automatica

Nota. Elaboracion propia

Figura 3.
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Grafico de porcentaje de aumento de coeficiente (r)

Nota. Elaboracion propia
e Paso 4: Resultado de la validacion

En la Tabla 5 se observa que todas las estaciones convencionales tienen una leve
mejoria en el coeficiente de correlacion espacial, a excepto la Estacion E04, mientras en las 4
estaciones automaticas se mantiene no mejoraron su coeficiente de correlacion, en general el
62% de las estaciones tienen un aumento en la correlacion multiple de los datos corregido o
rellenados (H2), por lo tanto, se confirma la confiabilidad del modelo al corregir y rellenar los
datos. (véanse la Figura 3 y la Figura 28)

3.6.2.3. Analisis para validar la eficacia del modelo matematico. A continuacion, se
presentas los siguientes pasos:

A. Andlisis de validacion cruzada. La validacion cruzada aplicada al modelo
matematico para la correccion y el relleno de datos de temperatura del aire en la Sierra del
departamento de Puno muestra una notable consistencia en el desempefio del modelo a través
de los cinco folds evaluados. Las métricas obtenidas para cada fold son las siguientes:

e MAE (Error Absoluto Medio): Entre 1.1961 y 1.2165
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e RMSE (Raiz del Error Cuadratico Medio): Entre 1.5375 y 1.5665

e R? (Coeficiente de determinacién): Entre 0.7296 y 0.7407. Estos valores indican que el
modelo mantiene un nivel de error bajo y una capacidad explicativa alta de manera
homogénea en las distintas particiones de los datos.

B. Interpretacion de la validacion cruzada. La baja dispersion de las métricas entre
los folds evidencia que el modelo es robusto y no depende de una particion especifica de los
datos para lograr un buen desempefo. Se puede observar en la Tabla 6, el MAE y el RMSE
presentan variaciones minimas, lo que sugiere que el modelo es capaz de predecir valores de
temperatura con un error absoluto y cuadratico medio muy similar en todos los subconjuntos
de validacion. Asimismo, los valores de R? superiores a 0.72 en todos los folds reflejan que el
modelo explica mas del 72% de la variabilidad de los datos de temperatura corregidos, lo cual
es adecuado para aplicaciones de control de calidad en meteorologia.

C. Analisis del test de friedman. El test de Friedman fue utilizado para comparar
estadisticamente el desempefio del modelo entre los diferentes folds, empleando las métricas
MAE, RMSE y R2. En la Tabla 7 se observa los resultados:

Al realizar la prueba de t-Student muestra el valor de p-valor: 0.406006 para todas las
métricas, es decir el p-valor es mayor que .05, con estos resultados se aprueba la Hipotesis nula
(Ho) al no existir diferencias estadisticamente significativas en el desempefio del modelo entre
los distintos folds. Esto refuerza la evidencia de que el modelo es estable y generaliza bien a
diferentes subconjuntos de datos, cumpliendo asi con uno de los principales criterios de validez

en modelos predictivos para control de calidad de datos ambientales.



Tabla 6.

Evolucion de métricas por fold

Subgrupo MAE RMSE R?
Fold 1 1.199 1.5415 0.7351
Fold 2 1.1965 1.5375 0.7407
Fold 3 1.1961 1.5413 0.7393
Fold 4 1.2165 1.5665 0.7296
Fold 5 1.2132 1.5629 0.732
Promedio 1.20 1.55 0.74
Nota. Elaboracion propia
Tabla 7.
Test de friedman
Métrica  Estadistico  p-valor Conclusion
MAE 0.406006  No hay diferencias significativas entre folds
RMSE 0.406006  No hay diferencias significativas entre folds
R2 0.406006  No hay diferencias significativas entre folds

Nota. Elaboracion propia

D. El test de friedman evalua. A continuacion, se detalla:

e Hipotesis nula (Ho): No hay diferencias entre los folds (el modelo es estable).
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e Hipdtesis alternativa (Hi): Al menos un fold es significativamente diferente. Si p-valor <

.05: El modelo varia significativamente entre folds (posible sobreajuste o datos no

homogéneos). Si p-valor > .05: El rendimiento es consistente (el modelo es robusto).

3.6.3. Analisis de la validacion operativa

Los cuatro expertos del SENAMHI proporcionaron una validacion por juicio de

expertos, revisaron y validaron el Instrumento de recoleccion de los datos y resultados de los

datos del modelo matematico, confirmando su validacion a través de la ficha de validacion

firmada. (véanse las tablas: Tabla 8, Tabla 14, Tabla 15,Tabla 16, Tabla 17, Tabla 18, Tabla

19, Tabla 20,Tabla 21 y Tabla 22)

Cada experto dio su recomendacion de las cuales fueron incorporadas en el presente
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estudio. A continuacion, se detalla las recomendaciones:
3.6.3.1. Validacion del instrumento de recoleccion de datos y resultados del modelo.
A continuacion, se detalla:
A. Experto 1. A continuacion, se detalla:

e Nombre y Apellidos: Ordofiez Galvez, Juan Julio

e Grado Académico: Doctor En Medio Ambiente y Desarrollo Sostenible (U. Nacional
Federico Villarreal - Pert)

e Funcion: Investigador Especialista en Hidrologia del SENAMHI.

e C(alificacion (al 100%): 90.12 (véanse la Tabla 14)

¢ Nivel: Excelente

e Recomendacion: Se recomienda realizar 2 Mapas: Correlacion Espacial Original versus
Correlacion Espacial Corregida o Rellenado para un mejor analisis de las mejoras del
modelo.

e Accion: Se tomo la recomendacion, incorporando los 2 mapas que figuran en la Figura 25
y la Figura 26.

B. Experto 2. A continuacion, se detalla:

e Nombre y Apellidos: Lavado Casimiro, Waldo Sven

e Grado Académico: Doctor en Hidrologia, Hidroquimica, Suelos y Medio Ambiente (U.
Toulouse III - Francia)

e Funcion: subdirector de Estudios e Investigaciones Hidroldgicas, Investigador Especialista
en Hidrologia del SENAMHI.

e (alificacion (al 100%): 90.12 (véanse la Tabla 15)

e Nivel: Excelente

e Recomendacion: Se recomienda realizar un Gréafico de Distribucion de Residuales, para

demostrar que los errores son aleatorios y no presentan patrones sistematicos o sesgos.
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Accion: Se tomo la recomendacion, incorporando el grafico que se observa en la Figura 27.
C. Experto 3. A continuacion, se detalla:
Nombre y Apellidos: Paredes Riveros, Marco Antonio
Grado Académico: Maestro en Ciencias en Gestion Ambiental (U. Amazonia Peruana —
Peru)
Funcion: director zonal 8 de Loreto, Investigador Especialista en Meteorologia del
SENAMHL.
Calificacion (al 100%): 91.36 (véanse la Tabla 16)
Nivel: Excelente
Recomendacion: Se recomienda realizar una comparacion de los datos de una estacion
convencional versus una estacion automatica ubicadas en el mismo lugar con la finalidad
de validar la calidad y calibracion del instrumento de registro de datos.
Accion: Se tomo la recomendacion, incorporando el mapa que se observa en la Figura 7.
Mapa de clasificacion climatica del SENAMHI — 2021.
D. Experto 4. A continuacion, se detalla:
Nombre y Apellidos: Flores Sancho, Sixto
Grado Académico: Maestro en Meteorologia Aplicada, Business Innovacion: Competencias
y Herramientas Avanzadas para la Generacion de Innovacion (U. Politécnica de Valencia -
Espaia)
Funcion: director zonal 13 de Puno, Investigador Especialista en Meteorologia del
SENAMHI.
Calificacion (al 100%): 90.12 (véanse la Tabla 17)
Nivel: Excelente
Recomendacion: Se recomienda realizar graficos de indicadores de deteccion de anomalias,

correccion y rellenos de datos para validar y comunicar el desempefio de tu modelo
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matematico en cada etapa del control de calidad de datos
e Accion: Se tomo la recomendacion, incorporando la Tabla 3 y la Figura 1
3.6.3.2. Resultado de la evaluacion de validacion del instrumento de recoleccion de
datos y resultados del modelo por los expertos. A continuacion, se detalla:

e Para evaluar el grado de consenso entre los expertos en la validacion del instrumento, se
aplico un analisis de consistencia porcentual. Este método considera que existe consenso
cuando la mayoria de las calificaciones de los expertos se encuentran dentro de un rango de
+1 punto respecto a la media del item, en una escala Likert de 1 a 5.

e Se desarrollo un script desarrollado en Python para desarrollar el proceso de calificacion
final sobre los resultados de evaluacion de los Expertos.

e [Losresultados se expresan en porcentaje y se categorizan cualitativamente como Deficiente,
Regular, Bueno, Muy Bueno o Excelente, segun el valor de la media porcentual.

e Este enfoque es especialmente 1til cuando el nimero de expertos es reducido, permitiendo
una interpretacion clara y visual del grado de acuerdo alcanzado (Polit y Beck, 2006).

e FEn la Tabla 8 se observa los resultados de la evaluacion de los 4 expertos, obteniendo un
promedio de 88.89%, y una consistencia del 97.22%, otorgando de manera general una
calificacion de Excelente.

e La evaltia la percepcion de los expertos sobre el modelo matematico (Random Forest +
Gradient Boosting) a través de nueve items, cumple con criterios de calidad (claridad,
coherencia).

e La consistencia porcentual (75-100% para la mayoria de los items) indica un alto acuerdo
entre los expertos, respaldando la aplicabilidad del modelo en Puno.

e Las categorias Excelente reflejan una evaluacion positiva del modelo, alineada con los
objetivos de control de calidad de datos meteoroldgicos.

e Los resultados del andlisis de consistencia interna con medias > 97%, lo que significa que
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se obtuvo consistencias altas que confirman la validez del instrumento para evaluar el

modelo matematico. Los resultados se observan en la Tabla 8

Tabla 8.

Método de evaluacion de resultados de experto

Item Poﬁiﬁ?&je liesst:,: lz:(clg): Minimo Maiximo Categoria COIlS(l(;(t);HCla
2 Objetividad 93.75 12.5 75 100 Excelente 100
5 Suficiencia 93.75 12.5 75 100 Excelente 100
8 Coherencia 93.75 12.5 75 100 Excelente 100
1 Claridad 87.5 14.43 75 100 Excelente 100
3 Actualidad 87.5 14.43 75 100 Excelente 100
6 Intencionalidad 87.5 14.43 75 100 Excelente 100
7 Consistencia 87.5 25 50 100 Excelente 75
9 Metodologia 87.5 14.43 75 100 Excelente 100
4 Organizacion 81.25 12.5 75 100 Excelente 100
Promedio 88.89 14.75 72.22 100.00 Excelente 97.22

Nota. Elaboracion propia

3.6.3.3. Caracteristicas importantes del modelo. A continuaciéon de explican las

caracteristicas del modelo:

e Robustez: El modelo hibrido maneja tanto temperaturas normales como extremas, crucial

para el clima variable de Puno.

e Conciencia Espacial: Incorpora datos de estaciones vecinas correlacionadas, aprovechando

los patrones espaciales de temperatura de Puno.

e Modelado Temporal: Las codificaciones ciclicas capturan tendencias estacionales,

importantes para datos de temperatura diarios.

e Validacion: La validacion cruzada y pruebas estadisticas (por ejemplo, Friedman, t-Student)

aseguran la confiabilidad del modelo.

e Visualizacion: Salidas como graficos de importancia de caracteristicas y mapas de calor de

correlacion proporcionan informacion sobre el comportamiento del modelo y mejoras en la

calidad de los datos.
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3.6.3.4. Modelado jerarquico. A continuacién de explican las caracteristicas del

modelo jerarquico:

El sistema implementa tres niveles de modelado:

Modelo local: Para estaciones con suficientes datos (>30 muestras)

Modelo regional: Para estaciones con pocos datos, usando vecinas cercanas

Modelo global: Como ultimo recurso para estaciones con muy pocos datos
3.6.3.5. Justificacion para el contexto de Puno. A continuacion de explican las
caracteristicas del modelo jerarquico:
e FEl entorno de gran altitud de Puno (Altiplano Andino) genera una gran variabilidad en las
temperaturas debido a la elevacion, fluctuaciones diurnas y microclimas.
¢ FEl modelo hibrido considera correlaciones espaciales (via estaciones vecinas) y patrones
temporales (via codificaciones ciclicas), lo que lo hace adecuado para imputar datos
faltantes mientras preserva las caracteristicas regionales y estacionales.
e FEluso de RF y GB asegura robustez frente a eventos climaticos extremos ocasionales en
Puno (por ejemplo, olas de frio o calor).
3.6.3.6. Bondades del modelo. El enfoque hibrido RF+GB demuestra ser efectivo para
manejar tanto valores normales como extremos, mientras que la estructura jerarquica (local-
regional-global) asegura que todas las estaciones puedan ser procesadas incluso con
disponibilidad limitada de datos. Este sistema proporciona un marco robusto para:
e Control de calidad de datos meteorologicos
e Generacion de series temporales completas
e Validacion estadistica de los resultados
e Analisis espacial de correlaciones
3.6.3.7. Analisis de sensibilidad. Se evaluo el impacto de los hiperpardmetros (nimero

de arboles en Random Forest: 50, 100, 200; tasas de aprendizaje en Gradient Boosting: 0.01,
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0.05, 0.1) y el tamafo de la muestra en el rendimiento, consolidando los resultados en graficos
de caja, tendencias, dispersion y distribucion de residuos.
3.7. Consideraciones éticas

La presente investigacion cumple con los principios éticos fundamentales aplicables al
desarrollo de estudios cientificos, incluso cuando no involucra directamente a personas o seres
vivos. Si bien el objeto de estudio se centra en el tratamiento y analisis de datos meteoroldgicos
histéricos, se han tenido en cuenta aspectos éticos importantes relacionados con la integridad
cientifica, el uso responsable de la informacion y el respeto a los derechos de autor y la
propiedad intelectual.
3.7.1. Uso responsable de datos

Los datos utilizados en esta investigacion provienen de fuentes oficiales y publicas,
especificamente del Servicio Nacional de Meteorologia e Hidrologia del Pera (SENAMHI),
los cuales fueron empleados Uinicamente con fines cientificos y académicos. Se respet6 en todo
momento el marco legal de uso de informacion publica, garantizando la transparencia y el
acceso libre a los datos climaticos.
3.7.2. Veracidad y honestidad en la recoleccion y andlisis de informacion

Se garantizo la fidelidad de los datos empleados, asi como la objetividad en el analisis
estadistico y matematico. No se alteraron, manipularon ni falsificaron resultados para favorecer
hipotesis, manteniendo una conducta ética en cada etapa del proceso investigativo.
3.7.3. Reconocimiento de fuentes y derechos de autor

Se realizd un uso adecuado de la bibliografia y material consultado, siguiendo el
sistema de citacion APA (7.% ed.), para dar el debido crédito a los autores originales y evitar
cualquier forma de plagio. Todo contenido externo ha sido debidamente citado, y las

contribuciones propias han sido claramente diferenciadas.
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3.7.4. Confidencialidad y proteccion de la informacion

Aunque no se trabajo con datos personales ni informacidon sensible, se tomo la
precaucion de anonimizar cualquier posible referencia a responsables o nombres propios de
estaciones meteorologicas que pudieran estar ligadas a instituciones especificas, priorizando la
neutralidad del analisis.

Esta investigacion se desarrolld respetando los principios de responsabilidad,
transparencia, rigurosidad cientifica y ética profesional, conforme a las buenas practicas de

investigacion exigidas por las instituciones académicas y por la comunidad cientifica.
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IV. RESULTADOS

En este capitulo se presentan los principales hallazgos obtenidos tras la aplicacion del
modelo matematico hibrido de control de calidad para la correccion y el relleno de datos
erroneos de temperatura del aire en las estaciones meteoroldgicas de la Sierra del
departamento de Puno, Pert. Se exponen los resultados de las métricas estadisticas, la
validacion cruzada, el analisis de la consistencia espacial y la visualizacion de la mejora en
la calidad de los datos.

El modelo propuesto logrdé generar una serie completa de temperatura media diaria
(Tmed_Rellenado) para las 22 estaciones, cubriendo el periodo 2001-2024. Se utilizaron
modelos Random Forest (RF) para valores normales y Gradient Boosting (GB) para valores
extremos, evaluando la capacidad del modelo hibrido para corregir datos erréneos o ausentes.

Se presentan los resultados cuantitativos del modelo hibrido, organizados segun los
objetivos especificos.

4.1. Resultados sobre la cuantificacion de la incertidumbre de los datos

Se presentan los resultados cuantitativos del modelo hibrido, organizados segun el
objetivo especifico O1 y demostrar la Hipotesis H1.

Para cuantificacion de la incertidumbre de los datos se ejecutd el modelo hibrido
Random Forest + Gradiente Boosting, calculando métricas como el error cuadratico medio
(RMSE), prueba de t-Student y el coeficiente de determinacion (R?).

Se realizo un analisis estadistico de los resultados de los calculos de la Temperatura de
cada estacion donde se obtuvo los siguiente:

e FEl15% de los datos han sigo corregidos y rellenados
e FE1 100% de las estaciones resultaron una reduccion de la desviacion estandar de los datos
corregidos y rellenados al comparar con los datos originales o crudos.

e [Los resultados de realizar la prueba de t-student a los resultados de la desviacion estandar
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de los datos originales y Corregidos, el 95% de las estaciones muestran una reduccion
significativa en los errores de prediccion tras la correccion y el relleno, luego se realizo la
prueba de t-student, con valores de p < .05, lo que valida la efectividad del modelo para
disminuir significativamente la incertidumbre en las series temporales de temperatura.

e FE195% de las estaciones reporto un coeficiente de correlacion (r) mayor a .9, demostrando
su precision en la correccion y relleno de datos, de esta manera se aprueba la Hipotesis H1.

4.2. Consistencia espacial de los datos corregidos

Se presentan los resultados cuantitativos del modelo hibrido, organizados segun el
objetivo especifico O2 y demostrar la Hipotesis H2.

Se generaron matrices de correlacion espacial entre estaciones, tanto para los datos
originales como para los datos corregidos y rellenados. El analisis muestra un incremento en
los coeficientes de correlacion entre estaciones vecinas después de la correccion (% r Rellenado
> 9% r Original), lo que evidencia una mejora en la consistencia espacial de las series de
temperatura.

e En la Tabla 2 se observa que las estaciones automaticas no mejoran en la correlacion
espacial, en cambio las estaciones convencionales si reporta un incremento en la correlacion.

e En la Tabla 1, se observa que el 62% de las estaciones reporta un incremento en la
correlacion espacial (se compara la correlacion una estacion con cada una de los demas
restantes).

e En la Tabla 1, se deduce que, si no se considera en el calculo las estaciones automaticas,
entonces el porcentaje se incrementaria desde el 62% hacia el 72% de las estaciones
reportando un incremento en la correlacion espacial.

e En la Figura 3 se observa que el resultado del analisis al comparar la matriz de correlacion
espacial de los datos originales versus la matriz de los datos corregidos y rellenados

concluyen que el 62% de las estaciones reportan un incremento en la correlacion espacial,
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demostrando su confiabilidad en la correccion y relleno de datos, de esta manera se aprueba
la Hipotesis H2.

4.3. Resultado sobre la eficacia del algoritmo del modelo

Los resultados obtenidos en la validacion cruzada y el test de Friedman demuestran la
robustez y consistencia del modelo matematico propuesto para la correccion de datos de
temperatura en las estaciones meteoroldgicas de Puno. A continuacion, se presenta un analisis
detallado basado en los hallazgos:

4.3.1. Consistencia del modelo en validacion cruzada

Los valores de las métricas de evaluacion (MAE, RMSE y R2) son consistentes en los
cinco folds, lo que indica que el modelo no esta sobre ajustado y generaliza adecuadamente
para diferentes subconjuntos de datos:

4.3.1.1. Error absoluto medio (MAE). A continuacion, se muestra los resultados:

e Promedio: 1.20 C (rango: 1.19-1.22 °C).

e Interpretacion: El modelo comete un error promedio de £1.2 °C en la prediccion de
temperaturas, lo que es aceptable para aplicaciones meteorologicas en regiones complejas
como la sierra de Puno.

4.3.1.2. Raiz del error cuadratico medio (RMSE). A continuacion, se muestra los
resultados:

e Promedio: 1.55 C (rango: 1.54-1.57 °C).

e Interpretacion: Los errores mayores (penalizados por RMSE) no superan 1.6 °C, lo que
sugiere que el modelo maneja adecuadamente valores atipicos.

4.3.1.3. Coeficiente de determinacion (R2). A continuacién, se muestra los
resultados:

e Promedio: 0.73 (rango: 0.73-0.74).

e Interpretacion: El modelo explica el 73% de la variabilidad de los datos, lo que evidencia
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una fuerte relacion entre las predicciones y los valores observados.
4.3.1.4. Resultados del test de friedman. A continuacion, se muestra los resultados:
El test de Friedman se aplico para evaluar si existen diferencias estadisticamente significativas
en el desempeno del modelo entre los folds:
e Hipotesis nula (HO): No hay diferencias entre los folds.

e Resultados:

MAE: p =0.406
RMSE: p =0.406
R2: p=0.406

e Interpretacion: En los tres casos, p>0.05, por lo que no se rechaza HO. Esto confirma que
las diferencias observadas en las métricas entre folds son producto del azar y no de
limitaciones del modelo.

¢ FEl modelo es estadisticamente consistente en distintas particiones de datos, lo que respalda
su aplicabilidad en condiciones heterogéneas.

e Relacion con las hipotesis: Hipotesis Especifica H1. La reduccion de incertidumbre se
evidencia en los bajos valores de MAE y RMSE.

4.3.1.5. Resultados de la validacion cruzada y test de friedman. A continuacion, se
muestra los resultados:

En la Tabla 6, la Tabla 7 y la Figura 29 se observa los resultados de la validacién
cruzada y el test de Friedman demuestran que el modelo matemaético propuesto es consistente,
robusto y no muestra variaciones significativas en su desempeio al corregir y rellenar datos
erroneos de temperatura del aire en las estaciones meteoroldgicas de la Sierra de Puno. Esto
respalda su idoneidad para ser implementado en sistemas de control de calidad de datos
meteorologicos, garantizando precision y confiabilidad en la informacion generada para la
toma de decisiones ambientales y climaticas, por tanto, se concluye que se demuestra la eficacia

del algoritmo del modelo del matematico, al corregir o rellenar los datos.
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V. DISCUSION DE RESULTADOS

Los resultados obtenidos confirman la hipdtesis general y especificas planteadas. La
implementacion del modelo hibrido permitié reducir la incertidumbre de las series de
temperatura, evidenciado por la disminucioén de los errores estadisticos y la mejora en los
valores de R2 Asimismo, el aumento en la correlacion espacial entre estaciones vecinas
respalda la capacidad del modelo para mejorar la precision y confiabilidad de los datos,
superando los valores de correlacion originales.

La comparacion de los mapas de calor y las tablas de correlacion demuestra que la
correccion automadtica de datos erroneos no solo mejora la precision individual de cada
estacion, sino también la coherencia regional de la red meteoroldgica. Esto es especialmente
relevante en zonas de alta variabilidad climatica como la Sierra de Puno, donde la calidad de
los datos es crucial para estudios climaticos y aplicaciones agricolas.

Es importante destacar que el modelo mostré robustez incluso en estaciones con escasos
datos validos (Estaciones Automaticas), gracias a la integracion de informacion espacial y

temporal, asi como a la seleccion automatica de estaciones vecinas mas correlacionadas.
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VI. CONCLUSIONES

A partir de la implementacion y evaluacion del modelo matematico hibrido (Random
Forest y Gradient Boosting) para el control de calidad, correccion y relleno de datos de
temperatura del aire en la sierra de Puno (2001-2024), se desprenden las siguientes
conclusiones fundamentales:
6.1. Conclusion general

El modelo matematico hibrido basado en Random Forest y Gradient Boosting demostro
ser una solucion validada y eficaz para el control de calidad, correccion y relleno de datos de
temperatura del aire en la compleja region altoandina de Puno. Su implementacion exitosa no
solo permite subsanar las deficiencias historicas de los registros, como datos faltantes, atipicos
y errores sistematicos, sino que también proporciona una base de datos mas fiable y robusta,
indispensable para la modelizacion climatica, la gestion de recursos hidricos y la toma de
decisiones en sectores vulnerables como la agricultura.
6.2. Conclusiones especificas
6.2.1. Cuantificacion de la incertidumbre de los datos

El modelo hibrido redujo significativamente la incertidumbre en los datos de
temperatura del aire. El andlisis estadistico evidencido que el 16.3% de los datos fueron
corregidos y rellenados, logrando una reduccién de la desviacion estandar en el 100% de las
estaciones al comparar los datos corregidos con los datos originales. La prueba de t-Student
aplicada a 95% de las estaciones mostré valores de p < .05, validando la efectividad del modelo
para disminuir significativamente la incertidumbre en las series temporales de temperatura.
Asimismo, el 95% de las estaciones reportd un coeficiente de correlacion (r) mayor a 0.9,
confirmando la hipétesis H1 y demostrando la precision del modelo en la correccion y relleno

de datos meteoroldgicos.
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6.2.2. Consistencia espacial de los datos corregidos

El analisis de correlacion espacial demostrd que el modelo mejoro la consistencia entre
estaciones vecinas. El 62% de las estaciones reportd un incremento en la correlacion espacial
al comparar los datos originales con los datos corregidos y rellenados. Este porcentaje se
incrementa a 72% al excluir las estaciones automaticas del andlisis, ya que las estaciones
convencionales mostraron mayor mejora en la correlacion espacial. Los resultados confirman
la hipotesis H2, evidenciando que el modelo hibrido optimiza la confiabilidad de los datos y
fortalece la coherencia espacial de las series de temperatura en la region de estudio.
6.2.3. Eficacia del algoritmo del modelo matemdtico

La validacioén cruzada y el test de Friedman confirmaron la robustez y consistencia del
modelo propuesto. Las métricas de evaluaciéon mostraron valores estables en los cinco folds:
error absoluto medio (MAE) de 1.20 °C (rango: 1.19-1.22 °C), raiz del error cuadratico medio
(RMSE) de 1.55 °C (rango: 1.54-1.57 °C) y coeficiente de determinacion (R?) de 0.73 (rango:
0.73-0.74). El test de Friedman arroj6 valores de p = 0.406 para las tres métricas (p > 0.05),
indicando que no existen diferencias estadisticamente significativas entre los folds y que el
modelo no presenta sobreajuste. Estos resultados confirman que el modelo es estadisticamente
consistente en distintas particiones de datos y respaldan su aplicabilidad en condiciones
heterogéneas, garantizando precision y confiabilidad en sistemas de control de calidad de datos

meteoroldgicos para la toma de decisiones ambientales y climaticas.
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VII. RECOMENDACIONES

Con base en los hallazgos y conclusiones de la presente investigacion, se formulan las
siguientes recomendaciones orientadas a optimizar la gestion de datos meteorologicos en la
sierra del departamento de Puno y en otras regiones con caracteristicas similares:

7.1. Recomendaciones para la implementacion operativa del modelo

Se recomienda al Servicio Nacional de Meteorologia e Hidrologia del Peru
(SENAMHI) implementar el modelo matematico hibrido propuesto en sus sistemas operativos
de control de calidad de datos meteoroldgicos, priorizando las estaciones ubicadas en zonas
altoandinas donde la incertidumbre de los datos es mayor. La integracion del modelo en
plataformas automatizadas permitiria la deteccion y correccion de errores en tiempo real,
mejorando significativamente la confiabilidad de los prondsticos meteorologicos y la
informacion climatica destinada a sectores estratégicos como la agricultura, la gestion hidrica
y la prevencion de desastres.

7.2. Recomendaciones para el fortalecimiento de la red de estaciones meteorolégicas

Se recomienda priorizar la calibraciéon y mantenimiento preventivo de las estaciones
meteorologicas en la region, especialmente aquellas que presentaron mayor incidencia de datos
erroneos. Dado que las estaciones convencionales mostraron mayor mejora en la correlacion
espacial tras la aplicacion del modelo (incremento del 72% excluyendo estaciones
automaticas), resulta fundamental implementar protocolos estandarizados de verificacion y
ajuste periodico de los instrumentos de medicidn, particularmente en estaciones ubicadas por
encima de los 3,800 m s. n. m., donde las condiciones climaticas extremas aceleran el deterioro

del equipo.
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7.3. Recomendaciones para la capacitacion del personal técnico

Se recomienda desarrollar programas de capacitacion contintia dirigidos a los
observadores meteoroldgicos y técnicos responsables de las estaciones en la sierra de Puno. La
formacion debe enfocarse en la correcta lectura de instrumentos analdgicos, la identificacion
temprana de valores atipicos, el uso de herramientas digitales de control de calidad y la
interpretacion de resultados del modelo matematico. Esta capacitacion contribuiria a reducir
los errores humanos en la transcripcion de datos y mejoraria la calidad de la informacion desde
su origen.
7.4. Recomendaciones para la expansion del modelo a otras variables meteorologicas

Se recomienda adaptar y validar el modelo matematico hibrido para otras variables
meteoroldgicas criticas en la region, tales como precipitacion, humedad relativa, velocidad del
viento y radiacion solar. La aplicacion del modelo a multiples variables permitiria generar
bases de datos meteoroldogicas més completas y confiables, fortaleciendo la capacidad de
analisis climatico integral y mejorando la precision de los modelos predictivos en la region
altoandina.
7.5. Recomendaciones para la investigacion futura

Se recomienda realizar investigaciones complementarias que evalien el desempefio del
modelo en otras regiones del Pert con caracteristicas geograficas y climaticas diferentes, tales
como la costa arida, la selva amazdnica o las zonas de transicion entre regiones naturales.
Asimismo, se sugiere explorar la integracion de técnicas avanzadas de deep learning, como las
redes neuronales recurrentes (LSTM) o los transformers, que podrian mejorar la capacidad
predictiva del modelo en series temporales largas. También se recomienda investigar la
incorporacion de datos de teledeteccion satelital para complementar y validar las mediciones

terrestres, especialmente en zonas remotas con escasa cobertura de estaciones meteoroldgicas.
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7.6. Recomendaciones para la gestion de datos y accesibilidad

Se recomienda al SENAMHI implementar repositorios digitales de acceso abierto que
permitan a investigadores, instituciones académicas y tomadores de decisiones consultar las
series de temperatura corregidas y validadas mediante el modelo propuesto. La disponibilidad
de datos de alta calidad facilitaria el desarrollo de investigaciones climaticas, la elaboracion de
politicas publicas basadas en evidencia y la implementacion de estrategias de adaptacion al
cambio climatico en comunidades vulnerables de la sierra de Puno.
7.7. Recomendaciones para el monitoreo continuo del modelo

Se recomienda establecer un sistema de monitoreo y evaluacion continua del
desempefio del modelo matematico hibrido, incluyendo auditorias periddicas de las métricas
estadisticas (MAE, RMSE, R?) y la actualizacion del algoritmo conforme se incorporen nuevos
datos historicos. Este monitoreo permitiria identificar oportunamente desviaciones en el
rendimiento del modelo, ajustar pardmetros segiin las condiciones cambiantes del clima y
garantizar la vigencia de la herramienta ante posibles escenarios de variabilidad climatica
extrema asociados al cambio climatico global.
7.8. Recomendaciones para la articulacion interinstitucional

Se recomienda promover alianzas estratégicas entre el SENAMHI, universidades,
centros de investigacion y organismos internacionales especializados en meteorologia y
climatologia, con el proposito de compartir experiencias, validar metodologias y fortalecer las
capacidades técnicas para la gestion de datos meteorologicos en regiones de alta montafia. La
cooperacion interinstitucional facilitaria la transferencia de tecnologia, el acceso a recursos
técnicos avanzados y el posicionamiento del modelo propuesto como referente para otras

regiones altoandinas de América del Sur.
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IX. ANEXOS

Los anexos se organizan en cinco anexos que reflejan las etapas metodologicas de la
investigacion. Cada fase incluye una descripcion que contextualiza su proposito, seguida de
una tabla resumen que detalla los anexos correspondientes, su nimero de identificacion (Tabla,

Ficha, Mapa, Grafico o Diagrama), descripcion, justificacion y el objetivo al que contribuyen.



Anexo A Informacion transversal a todas las fases

Descripcion:
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Esta fase agrupa los instrumentos y validaciones metodologicas que sustentan la

rigurosidad y coherencia del proceso investigativo. Incluye matrices de consistencia y

operacionalizacion, asi como la validacién de instrumentos mediante juicio de expertos y

pruebas de confiabilidad, asegurando la solidez metodoldgica en todas las etapas del estudio.

Tabla 9.

Relacion de tablas y figuras del anexo A

N.° item Descripcion Justificacion Objetivo
Tabla 10 Matriz de Garantiza coherencia entre el Alinear los componentes
Consistencia problema, objetivos, metodologicos de la
hipotesis, variables e investigacion.
instrumentos.
Tabla 11  Matriz de Define variables, Precisar la forma de medicion
Operacionalizacié dimensiones, indicadores e de cada variable.
n Instrumentos.
Tabla12  Formato de Se describe el contenido del ~ Formato para registrar los
registro de datos formato de registro de datos  datos meteorologicos
diarios diarios meteoroldgicos descargados desde la
meteoroldgicos plataforma oficial de descarga
del SENAMHI
Tabla 13  Informe de juicio  Validar el instrumento Asegurar confiabilidad y
de experto del del  aplicado mediante expertos.  validez del Instrumento en la
instrumento de recoleccion y Resultados de
Investigacion datos.
Tabla 14  Validacion del Describe la evaluacion para Valida la fiabilidad de los
instrumento la validacion del instrumento  datos y resultados en todas las
Experto 1 durante la recoleccion de fases.
datos y su relacion con los
resultados del modelo del
Experto 1
Describe la evaluacion para
Validacion del 1@ Yalidacion del instrumento . 4. 12 fapilidad de los
! durante la recoleccion de
Tabla 15 instrumento ., datos y resultados en todas las
datos y su relacion con los
Experto 2 fases.

resultados del modelo del
Experto 2




Describe la evaluacion para
la validacion del instrumento

Validacion del s Valida la fiabilidad de los
. durante la recoleccion de
Tabla 16 instrumento ., datos y resultados en todas las
Experto 3 datos y su relacion con los fases
resultados del modelo del )
Experto 3
Describe la evaluacion para
Validacion del 12 Yalidacion del instrumento ;. 2 4. 12 fiabilidad de los
. durante la recoleccion de
Tabla 17 instrumento lacis ) datos y resultados en todas las
Experto 4 datos y su relacion con los Fases
resultados del modelo del )
Experto 4
Resultadf)s de Se realiza la evaluacion de Valida la evaluacion de
Tabla 18 evaluacion de
expertos expertos.
expertos
Método de
evaluacion de Se realiza el método de Valida el método de
Tabla 19 ., .,
resultados de evaluacion de experto evaluacion de experto.
experto
Tabla 20 Prucba test_retest Se realiza la prueba test - Valida la prueba de test —
retest retest.
. Coeficiente de Se realiza el coeficiente de Validad el coeficiente de
Figura 4 .y i Ly
correlacion correlacion correlacion
Resultado de la Se realiza el resultado de Valida el resultado de la
Tabla21  prueba de test
la prueba de test retest prueba de test retest
retest
Tabla 22 Categoriade la  Se realiza la categoria de Valida la categoria de la

prueba

la prueba

prueba

Nota. Elaboracién propia.



Tabla 10.

Matriz de consistencia
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Problema general Objetivo general Hipdtesis general Variables Metodologia
X = Variable
(En qué medida el Determinar en qué medida El modelo matematico, Independiente (VI): - Tipo de estudio:

modelo matematico,
basado en técnicas de
inteligencia artificial
(Random Forest +
Gradient Boosting),
estadisticas y
geoespaciales, mejora el
control de calidad para la
correccion y rellenos de
datos erroneos de
temperatura del aire en
las estaciones
meteoroldgicas de la
Sierra de Puno?

el modelo matematico,
basado en técnicas de
Machine Learning,
estadisticas y geoespaciales,
mejora el control de calidad
para la correccion y relleno
de datos erroneos de
temperatura del aire en las
estaciones meteoroldgicas
de la Sierra de Puno.

basado en inteligencia
artificial (Random Forest
+ Gradient Boosting),
técnicas estadisticas y
geoespaciales, mejora
significativamente la
precision (p <.05) y la
confiabilidad (% r
Rellenado > % r Original)
de los datos de
temperatura en las
estaciones meteorologicas
de la Sierra de Puno.

Modelo matematico
(Sistema de deteccion de
anomalias + Modelo
hibrido (Random Forest
+ Gradient Boosting)
para correccion y relleno
de datos de temperatura)

Y = Variable
Dependiente (VD):
Calidad de Calidad

(medida como:

- Incertidumbre: p-valor
< 0.05, desviacion
estandar.

- Consistencia espacial:
Correlacion r > .9).

Cuantitativo,
Cuasiexperimental.

- Poblacién: Red de
Estaciones meteoroldgicas
de la sierra de Puno con
registros diarios de Tmed
(2001-2024).

- Muestra: Conjunto de
estaciones seleccionadas
mediante muestreo
estratificado por sector
climatica.
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Problemas especificos

Objetivos especificos

Hipotesis especificas

P1: ;En qué medida el
modelo matematico, basado
en técnicas de inteligencia
artificial (Random Forest +
Gradient Boosting),
estadisticas y geoespaciales,
influye en la reduccion de la
incertidumbre de los datos de
temperatura para mejorar la
precision en el control de
calidad de las estaciones
meteoroldgicas de la Sierra
de Puno?

P2: ;En qué medida el
modelo matematico basado
en analisis geoespacial
influye en el mejoramiento de
la consistencia espacial de los
datos de temperatura entre
estaciones vecinas para
fortalecer la confiabilidad en
el control de calidad?

O1: Determinar en qué medida el
modelo matematico, basado en
técnicas de inteligencia artificial
(Random Forest + Gradient
Boosting), estadisticas y
geoespaciales mejora la precision
en el control de calidad, evaluando
la reduccion de la incertidumbre en
las series de temperatura de las
estaciones de Puno mediante
métricas estadisticas (desviacion
estandar) y pruebas de significancia
estadistica (p <.05).

0O2: Determinar en qué medida el
modelo matematico basado en
técnicas geoespaciales mejora la
confiabilidad en el control de
calidad, evaluando el aumento en la
consistencia espacial de los datos
de temperatura mediante
correlaciones significativas (% r
Rellenado > % r Original, > .9)

entre estaciones vecinas.

H1: El modelo matematico,
basado en inteligencia artificial
(Random Forest + Gradient
Boosting), técnicas
estadisticas, reduce
significativamente (p <.05) la
incertidumbre en las series de
temperatura de las estaciones
de Puno, mejorando la
precision en el control de
calidad.

H2: El modelo matematico
basado en técnicas
geoespaciales incrementa
significativamente la
consistencia espacial de los
datos de temperatura,
evidenciada por una
correlacion mejorada (% r
Rellenado > % r Original, r >

.9) entre estaciones vecinas tras

la correccion, mejorando la
confiabilidad en el control de
calidad.

- Analisis estadistico de
series temporales.

- Implementacion de
modelo hibrido (Random
Forest + Gradient
Boosting).

- Validacion con métricas
estadisticas (p-valor,
desviacion estandar,
correlacion).

- Deteccion de anomalias
estadisticas.

- Aplicacion del modelo
hibrido para correccion.
- Validacion con pruebas
estadisticas (t-test,
desviacion estandar).

- Analisis geoespacial
(interpolacion, correlacion
espacial).

- Validacion con coeficiente
de correlacion de Pearson
entre estaciones vecinas.

Nota. Elaboracion propia



Tabla 11.

Matriz de operacionalizacion de variables
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Variable

Definicion conceptual

Definicion operacional

Instrument
oS

Unidad de
medicion

X = Variable
independiente (VI):
modelo matematico

(Sistema de
deteccion de

anomalias +

modelo hibrido
(random forest +
gradient boosting)
para correccion y
relleno de datos de
temperatura)

Conjunto de algoritmos y
técnicas estadisticas y
geoespaciales disefiados
para detectar, corregir y
rellenar datos erroneos de
temperatura del aire,
optimizando la precision y
confiabilidad de las series
temporales en estaciones
meteoroldgicas.

Implementacion de un
modelo hibrido que combina
Random Forest y Gradient
Boosting para la deteccion de
anomalias, correccion de
errores sistematicos y relleno
de datos faltantes en series de
temperatura media diaria
(2001-2024) de 22 estaciones
meteoroldgicas en la Sierra
de Puno, con un componente
geoespacial para garantizar
consistencia espacial.

Y = Variable
dependiente (VD):
calidad de calidad

(medida como:
- Incertidumbre: p-
valor < .05,
desviacion
estandar.
- Consistencia
espacial:
Correlacion > .9).

Proceso de evaluacion y
mejora de la calidad de los
datos de temperatura del
aire mediante la reduccion
de incertidumbre y el
aumento de la consistencia
espacial, asegurando que
los datos sean precisos y
confiables para analisis
climaticos.

Medida de la calidad de los
datos de temperatura media
diaria corregidos y rellenados
por el modelo matematico,
evaluada a través de la
incertidumbre (p-valor <.05,
desviacion estandar) y la
consistencia espacial
(correlacion » > .9 entre
estaciones vecinas).

Dimensio Indicador
n
I1 - Precision del
modelo matematico:
(Validacion
Cruzada(k-fold),
Test Friedman)
Eficacia
de?l 12 - Parametros
algoritmo optimizados del
modelo matematico
(ej.: hiperparametros
en Random
Forest/Boosting).
Precision: 13 - Reduccion de la
(Reduccié  desviacion estandar
nde de las series
Incertidum  antes/después de la
bre) correccion.
Confiabili 14 - Correlacién de
dad Pearson (% r post-
(consisten correccion > % r
cia original) entre
espacial) estaciones vecinas.

Los datos
fueron
recolectados
desde la
plataforma
oficial del
SENAMHI,
los datos
recolectados
se
almacenaron
en un
formado de
registro de
datos diarios
del
SENAMHI

Razon
(numérica
continua).

Razon
(numérica
discreta) y

nominal(cate
goricos)

Razon
(numérica
continua).

Razon
(numérica
continua).

Nota. Elaboracidn propia
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Tabla 12.
Formato de registro de datos diarios meteorologicos

Senamhi DIRECCION DE REDES DE OBSERVACION Y DATOS

D€ MITTOS0UIA
............... ]

ESTACION: NOMBRE /CODIGO / REGION  LAT.: XX° XX" "S"
PARAMETRO: PRECIPITACION TOTAL DIARIA (mm) LONG.: XX° XX" "W"
ALT.: XXXX msnm
ANO:

DIA | ENE FEB | MAR | ABR | MAY | JUN | JUL | AGO | SET | OCT | NOV | DIC

O |0 | | | B |W N |
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31

INFORMACION PREPARADA PARA Lima, xx de xxxxx de Xxxx

Nota. SENAMHI (2024)
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Tabla 13.

Informe de juicio de experto del instrumento de investigacion
Titulo de la tesis:

Presentado por:

I. DATOS DEL EXPERTO:

1.1. Apellidos y nombres:

1.2. Grado académico:

1.4. Instrumento de evaluacion:

Muy | Excele
- Deficiente LG TR 00 Bueno | nte 81
INDICADORES CREDITO 21-40 | 41-80
0-20% % % 61- | -100
° O 180% | %
1. Claridad Esta formulado con lenguaje apropiado X
2. Objetividad Esta expresado en conducta observable X
3 Actualidad Es adecufldo el avance de la ciencia 'y
tecnologia
4. Organizacion Existe organizacion logica X
5 Suficiencia Comprende los aspectos de cantidad y X
calidad
6. Intencionalidad Adecuadro para V&}lora}r aspectos del sistema X
metodologico y cientifico
. . Se basa en aspectos tedricos, cientificos
7. Consistencia . .
acordes a la tecnologia educativa
8. Coherencia Entre indices, indicadores y dimensiones
9. Metodologia Rqspgnde al propdsito del trabajo bajo los X
objetivos a lograr

I1I. OPCION DE APLICABILIDAD:

ITII. PROMEDIO DE VALORACION:

IV. RECOMENDACIONES.

Fecha:

Firma del Experto
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Tabla 14.

Ficha de validacion del instrumento experto 1

VALIDACION DE INSTRUMENTO

® Titulo de la Tesis -

® Presentado por :

contrel de calidad en la sierra del departamento de puno del Perd

Olimpio Solis Caceres

I.DATOS DEL EXPERTO:

1.1. Apellidos v Nombres:
1.2. Grado Académico:

Ordofier Galvez, Juan Julio
Doctor En Medio Ambiente y Desarrollo Sostenible (U. Nacional Federico

Modelo matematico ante datos errdnecs de temperatura del aire para el

Villarreal - Peri)
1.4 Instrumento de Evaluacidon: Encuesta sobre la recoleccion de datos y resultados del modelo matematico
: Bueno Muy
- Dreficiente | Regular 21 - Excelente
INDICADORES CREDITO 0. 20 % 10 % 41 - 80 |(Bueno 61 31100 %
L] - 80 %
1. Cland=d Esta formmlado con lenguaje apropiado b4
2. Objetividad Esta expresado en conducta observable b
3. Actalidad Es adecudo el avance de la clencia y tecnologia X
4. Organizacion Existe organiracion logica X
5. Suficiencia Comprende los aspecto de canhidad y calidad ot
. : Adecnade para valorar aspectos del sistema
o S metodolégico v clentifico X
- Gt Sebasaen .a\spectns _tem:mus, clanfificos acorde a %
la fecnologia educativa

8. Coherencia Entre indices, indicadores ¥ dimenciones ol

. Fesponde zl proposito del rabajo bajo los .
9. Metodologia i X
II. OFPCION DE APTICARBILIDAD: Se puede Aplicar
OT. PROMEDIO DE VALORACION: 90.12 Nivel : Excalente

IV. RECOMENDACIONES.

Se recomienda realizar 2 Mapas: Correlacion Espacial Original versus

Correlacion Espacial Corregida o Rellenado para un mejor analisis de las
mejoras del modelo

Fecha:

T062025




Tabla 15.

Ficha de validacion del instrumento experto 2

® Titulo de la Tesis :

® Presentado por :

VALIDACION DE INSTRUMENTO

Olimpio Solis Caceres

L DATOS DEL EXPERTO:

1.1. Apellidos v Nombres:
1.2. Grado Académico:

1.4. Instrumento de Evaluacion:

Toulouse I - Francia)

Lavado Casimiro, Waldo Sven
Doctor en Hidrologia, Hidroquimica, Suelos v Medio Ambiente (U
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Modelo matematico ante datos erréneos de temperatura del aire para el
control de calidad en 1a sierra del departamento de puno del Pem

Encuesta sobre 1a recoleccion de datos y resultados del modelo matematico

Bueno Muy
- Deficiente | Regular 21 Excelente
! CEREDITO = L
INDICATHMORES 030 5% 10 % 41 - 30 |Bueno 61 31-100 %
L - 80 %
1. Clanidad Esta formulado con lenguaje apropiade b
2. Objetividad Estd expresado en conducta observable X
3. Actualidad Ez zdecudo el avance de la ciencia y teencloma X
4. Orgamizacion Existe organizacidén logica X
3. Suficiencia Comprande los aspecte de cantidad ¥ calidad X
. . Adecuado parz valorar aspectos dal sistema

; I -
. Intencionalidad N o X
7 Consistensia Sebasa en .a:-.pe-:'tns .teuuens: cientificos acorde a %

lz tecnologiz educativa
8. Coherencia Entre indices, indicadores ¥ dimenciones X
9. Metodologia R..e_sp-!:-nde al propésito del trabajo bajo los %
objetives a lograr

II. OPCTOXN DE APLICAEILIDAD: Se puede Aplicar
IOI. PROMEDIO DE VALOBRACTON: an.12 Nivel = Excelente

IV. RECOMENDACIONES.

Se recomienda realizar un Grafico de Distribucion de Residuales,para

demostrar que los errores son aleatorios y no presentan patrones

sistematicos o sesgos

Fecha:

10/01/2023

Firma del Experto



Tabla 16.

Ficha de validacion del instrumento experto 3

e Titulo de la Tesis :

® Presentado por :

VALIDACION DE INSTRUMENTO

control de calidad en la sierra del departamento de puno del Peri

Olimpio Solis Caceres

I. DATOS DEL EXPERTO:

1.1. Apellidos v Nombres:

1.2. Grado Académico:

1.4. Instrumento de Evaluacion:

Paredes Riveros, Marco Antonio

114

Modelo matematico ante datos erréneos de temperatura del aire para el

Maestro en Ciencias en Gestion Ambiental (U Amarzonia Pernana — Peri)

Encuesta sobre la recoleccidn de datos y resultados del modelo matematico

5 Bueno Muy
. 214
INDICADORES CREDITO o bl L I o
0-20 % 40 vy 81 - 100 %%
b - 80 %
1. Clandad Esta formmlade con lenguzaje apropiado b4
2. Objetividad Esta expresado en conducta obsarvable X
3. Actualidad Es adecudo el avance de la cencia v tecnologma b4
4. Orgamzacion Existe orgamzacion logica X
5. Suficen;a Comprende los aspecto de cantidad v calidad X
5 cionalidad _-f';decuadru pm raju:u?r aspectos del sistema N
metodelogico v crentfico
; ; Se basa en aspectos teoricos, clenfificos acorde 2 -
7. Consistencia : : X
la tecnologia educatrva
8. Coherencia Entre indices, indicadores v dimenciones I

9. Metodolozia

Fesponde al proposito del trabajo bajo los
objetivos a lograr

II. OPCION DE APLICABILIDAD:

Se puede Aplicar

1. PROMEDIO DE VALORACION:

91.36

Mivel : Excelente

IV. RECOMENDACIONES.

Se recomienda realizar una comparacion de los datos de una estacion

convencional versus una estacion automatica ubicadas en el mismo
lugar con la finalidad de validar Ia calidad y calibracion del instrumento
de registro de datos

Fecha:

200012025




Tabla 17.

Ficha de validacion del instrumento experto 4

e Titulo de la Tesis !

e Presentado por :

VALIDACION DE INSTRUMENTO

control de calidad en la sierra del departamento de puno del Pera

Olimpio Solis Céceres

1. DATOS DEL EXPERTO:

1.1. Apellidos y Nombres:

1.2. Grado Académico:

1.4, Instrumento de Evaluacion:

Flores Sancho, Sixto

Modelo matematico ante datos errdneos de temperatura del aire para el

Maestro en Meteorologia Aplicada, Business Innovation: Competencias y

Valencia - Espana)

Herramicntas Avanzadas para la Generacion de Innovacion (U.Politéenica de

Encuesta sobre la recoleccion de datos y resultados del modelo matematico

Bueno Muy
Deficiente [Regular 21 - Excelente
INDICADORES CREDITO A w0 | 4180 |Bueno6lf T
% - 80 %
|. Claridad Esta formulado con lenguaje apropiado X
2. Objetividad Esta expresado en conducta observable X
3. Actualidad Es adecudo el avance de la ciencia v tecnologia
4. Organizacion Existe organizacién logica
5. Suficiencia Comprende los aspecto de cantidad y calidad X
A Adecuado para valorar aspectos del sistema
6. Intencionalidad metadologico y cientifico X
e . Se basa en aspectos tearicos, cientificos acorde a
7. Consistencia d 5
Ia tecnologia educativa
8. Coherencia Entre indices, indicadores y dimenciones
9, Metodologia Re.spfmde al propasito del trabajo bajo los X
objetivos a lograr
II. OPCION DE APLICABILIDAD: Se puede Aplicar
II1. PROMEDIO DE VALORACION; 90.12 Nivel : Excelente

IV. RECOMENDACIONES.

Se recomienda realizar gréficos de indicadores de deteccién de

anomalias, correccion y rellenas de datos para validar y comunicar el
desemperio de tu modelo matemaético en cada etapa del control de

calidad de datos

Fecha:

17/01/2025

/
Firmla’ del Experto

/
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Método de evaluacion de resultados validacion de instrumento

Para evaluar el grado de consenso entre los expertos en la validacion del instrumento, se aplico
un analisis de consistencia porcentual. Este método considera que existe consenso cuando la
mayoria de las calificaciones de los expertos se encuentran dentro de un rango de =1 punto
respecto a la media del item, en una escala Likert de 1 a 5. Se desarrollo un script desarrollado
en Python para desarrollar el proceso de calificacion final sobre los resultados de evaluacion
de los Expertos, a continuacion, se explica los procedimientos del método andlisis de
consistencia porcentual seguido:

Paso 01: Cargar los datos del resultado de evaluacion de los expertos

Se carga al sistema los datos los resultados de evaluacion de Expertos mediante el formato de
Tabla 18.

Resultados de evaluacion de expertos

tem Experto 1 Experto 2 Experto 3 Experto 4
1_Claridad 4 5 5 4
2_Objetividad 5 4 5 5
3 Actualidad 5 5 4 4
4 Organizacion 4 5 4 4
5_Suficiencia 5 4 5 5
6_Intencionalidad 4 4 5 5
7 Consistencia 5 5 3 5
8 Coherencia 5 4 5 5
9 Metodologia 4 5 5 4

Nota. Elaboracién propia.
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Paso 02: Procesamiento de cdlculos
e Transformacion a escala porcentual
Los puntajes originales (escala Likert de 1 a 5) se convierten a una escala de 0-100% usando
la formula:
Formula: Valor Porcentual = Pi = (x—1) x 25
Donde: Pi: Porcentaje para el item i (escala 0-100%).
x: Puntaje original del experto para el item i (escala Likert 1-5).
Explicacion:
Esta formula convierte los puntajes likert en una escala porcentual.
Ejemplo: Un puntaje de 5 se convierte en (5—1) x 25=100%.
Esto estandariza las evaluaciones para alinearlas con la escala de la universidad.
e Calculo de estadisticos descriptivos
Por cada item (fila), se calculan:
e Media porcentual

Promedio de los puntajes transformados de los cuatro expertos.

’EZ%ZPJ (5)

Donde:
X: Media porcentual de las evaluaciones para un item.
Pj: Porcentaje transformado del experto j.

n: Numero de expertos (4 en este caso).

Explicacion: calcula el promedio de los puntajes transformados para cada item.
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e Desviacion estandar: variabilidad de los puntajes transformados.

1 v
oP = —n_ljzzl(P]—P)Z 6)

Donde:

o P: Desviacion estandar de los puntajes transformados.
Pj, X , n: Como se defini6 anteriormente.

Explicacion: Mide la variabilidad de las evaluaciones porcentuales
entre los expertos.
e Minimo y maximo
Valores extremos de los puntajes transformados.
Estos estadisticos describen la percepcion de los expertos sobre cada item (claridad,
objetividad, etc.) y su variabilidad.
e C(lasificacion segun escala personalizada
La media porcentual se categoriza segun los rangos definidos:
v' Deficiente: 0-20%
v Regular: 21-40%
v Bueno: 41-60%
v" Muy Bueno: 61-80%
v Excelente: 81-100%
Esto permite interpretar la calidad de cada item segtn los criterios de la universidad.
e Calculo de consistencia porcentual

Para cada item, se calcula la consistencia porcentual como:

Rango aceptable = [ X1 —1,X1 +1]

Ci ncon Xij € [5Ci -1, Xi +1]x100
L=

(7)

n



Donde:

n: Numero de Expertos

Ci: Consistencia Porcentual

X1: es la media de las evaluaciones del item i

X jj es la evaluacion del item 1 por el experto j
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Los resultados se expresan en porcentaje y se categorizan cualitativamente como

Deficiente, Regular, Bueno, Muy Bueno o Excelente, segun el valor de la media porcentual.

Este enfoque es especialmente util cuando el nimero de expertos es reducido, permitiendo una

interpretacion clara y visual del grado de acuerdo alcanzado (Polit & Beck, 2006).

Tabla 19.

Método de evaluacion de resultados de experto

tem Media Desviacion Minimo Maximo Categoria Consistencia
porcentaje  estandar
2 Objetividad 93.75 12.5 75 100 Excelente 100
5_Suficiencia 93.75 12.5 75 100 Excelente 100
8 Coherencia 93.75 12.5 75 100 Excelente 100
1_Claridad 87.5 14.43 75 100 Excelente 100
3 Actualidad 87.5 14.43 75 100 Excelente 100
6 Intencionalidad 87.5 14.43 75 100 Excelente 100
7 Consistencia 87.5 25 50 100 Excelente 75
9 Metodologia 87.5 14.43 75 100 Excelente 100
4 Organizacion 81.25 12.5 75 100 Excelente 100
Promedio 88.89 14.75 72.22 100.00 Excelente 97.22

Nota. Elaboracion propia.
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Ficha A7: Validacion y confiabilidad de instrumentos de medicion de los datos
meteorolégicos.

Para la adquisicion de los datos se realizara de la plataforma que publica SENAMH.
Dado que el SENAMHI por funcion es responsable de mantenimiento preventivo y conectivos
de los Instrumentos o sensores que capturan los datos meteorologicos.

Para verificar la validacion y confiabilidad del Instrumentos y/o sensores mencionados,
se ha realizado los siguientes procedimientos:
Pruebas de normalidad de la serie

Para esta prueba se ha tomado como muestra una serie de datos de temperatura del aire
medias mensuales de un afio, de 2 estaciones meteorologicas de un mismo lugar (Estacion
PUNO) donde los datos se obtienen de 2 fuentes: una fuente convencional (Estacion

Convencional de PUNO) y la otra automatica (Estaciéon Automatica de PUNO).

Como el tamafio de muestra es 12, y este valor es menor o igual que 50 entonces tomamos la
prueba de Shapiro-Wilk

Donde:

p-valor: es el valor de la probabilidad

a = 0.05 es el nivel de significancia

entonces:

p-valor (Tmed CON) = 0.409

p-valor (Tmed EMA) = 0.451
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Cuadro 7.2.1:
Resumen de procesamiento de casos
Casos
Valido Perdidos Total
M Forcentaje ] Forcentaje [+ Forcentaje
Tmed_CON 12 100,0% 0,0% 12 100,0%
TMed_EMA 12 100,0% 0,0% 12 100,0%
Pruebas de normalidad
Kaolmogorov-Smirnoy® Shapiro-Wilk
Estadistico gl Sig. Estadistico _/gl Sig. i
Tmed_COM 182 12 200 933 L 12 400
TMed_EMA 202 12 180 36 12 A51
- J’A

* Esto es un limite inferior de la significacidn verdadera.

a. Correccidn de significacion de Lilliefors

Regla de decision

Si p-valor <= a se rechaza la hipotesis nula

Si p-valor >= a se acepta hipotesis nula

Del cuadro 7.2.1 se tiene:

p-valor (Tmed CON) = 0.409

p-valor (Tmed EMA)=0.451

Como p-valor (Tmed CON) y p-valor (Tmed EMA) es mayor a 0.05 entonces se

acepta la hipotesis nula, es decir los datos tienen una distribucién normal
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Prueba de confiabilidad test - retest

La confiabilidad (o consistencia) de un test es la precision con que el test mide lo que
mide, en una poblacion determinada y en las condiciones normales de aplicacion.
(Anastasi, 1982; Aiken,1995).

En este caso se tom6 una muestra de la poblacidon en un espacio de tiempo y se midio
la temperatura del aire en el mismo tiempo.

Para realizar la prueba de confiabilidad test-retest se calculd el coeficiente de
correlacion de la serie, antes se realizo la prueba de normalidad.
Tabla 20.

Prueba test—retest

Nro. Periodo Estacion meteorologica
Test Retest
(Tmed CON) (TMed EMA)

1 2014-01 11 10.2
2 2014-02 11.5 10.6
3 2014-03 11.2 10.6
4 2014-04 10.7 10.1
5 2014-05 9.6 8.9
6 2014-06 9.5 8.7
7 2014-07 9 7.7
8 2014-08 9 8.1
9 2014-09 9.7 9
10 2014-10 10.9 10.3
11 2014-11 12.3 11.4
12 2014-12 12.6 11.2
Media 10.6 9.7
Desv. estandar 1.212 1.224

CON = Estacion convencional
EMA = Estacion automatica
Tmed = Temperatura del aire

Nota. Elaboracion propia.
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Coeficiente de correlacion
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Nota. Elaboracion propia.
Tabla 21.

Resultado de la prueba de test retest

Confiabilidad test — retest

Estacion meteorologica: Puno

R de Pearson: 0.977

Interpretacion: Muy Alta

Nota. Elaboracion propia.
Tabla 22.

Categoria de la prueba

Rango Interpretacion

<0.8 - 1] Muy Alta

<0.6 - 0.8] Alta

<0.4 - 0.6] Moderada

<0.2 - 0.4] Baja

[0.0-0.2] Muy Baja

Nota. Elaboracién propia.
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Como resultado de la prueba de confiabilidad Test-Retest, se concluye que el

instrumento y sensor de las estaciones convencionales y automaticas son confiable y validas

dado que el coeficiente de correlacion resulto de 0.977, y tomando en consideracion de acuerdo

a la tabla A5 se calific6 de Muy Alta.
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Anexo B Recoleccion de datos y seleccion de estaciones
Descripcion:

Esta fase abarca la recopilacion de datos historicos de temperatura del aire (2001-2020)
de las estaciones meteorologicas de la Sierra de Puno y la seleccion de 22 estaciones (3
automaticas y 19 convencionales) basadas en criterios de altitud (>3,800 msnm), disponibilidad
de datos (>75% de registros) y exclusion de provincias con influencia selvatica (Carabaya y
Sandia). Los anexos ilustran la distribucion geografica, caracteristicas de las estaciones y el

contexto climatico regional.

Tabla 23.

Relacion de tablas y figuras del anexo B

N.° item Descripcion Justificacion Objetivo

Tabla 24  Redde Lista las 22 estaciones Proporciona la
estaciones seleccionadas, con detalles de ID, base de datos
meteoroldgicas ubicacion (latitud, longitud, altitud), para el modelo
del SENAMHI tipo de estacion y porcentaje de matematico.

datos disponibles, asegurando
representatividad.

Figura 5 Mapa de lared Muestra la ubicacion geograficade  Visualiza la
de estaciones las estaciones, diferenciando entre representatividad
meteoroldgicas automaticas y convencionales, geografica de las
del SENAMHI destacando la cobertura en la Sierra  estaciones

de Puno. seleccionadas.

Figura 6 Mapa de Representa las distancias Definir vecindad
distancia de geograficas entre estaciones (usando  para la
estaciones geopy. distance. geodesic), consistencia

facilitando la seleccion de estaciones —espacial.
vecinas para analisis espacial.

Figura 7 Mapa de Ubicar las estaciones en su contexto ~ Asegura que las
clasificacion climatico. estaciones
climatica del reflejan el clima
SENAMHI - de la region
2021 sierra de estudio.

Nota. Elaboracién propia.



Tabla 24.

Red de estaciones meteorologicas del SENAMHI
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ID Estacion Longitud  Latitud Altitud Provincia Distrito Porc
Estacion Tmed
EO01 Puno_Con -70.01208 -15.82625 3825 PUNO PUNO 95.65
E02 Desaguadero_Con -69.03682 -16.56327 3833 CHUCUITO DESAGUADERO 95.6
E03 IslaTaquile Con -69.69107 -15.77019 3837 PUNO AMANTANI 95.61
E04 Juliaca Con -70.2078  -15.4441 3838 SANROMAN  JULIACA 95.44
E05 Juliaca EMA -70.17122  -15.47106 3826 SANROMAN  JULIACA 36.28
E06 Huancane Con -69.7583  -15.20687 3842 HUANCANE HUANCANE 95.59
E07 Lampa Con -70.37415 -15.36109 3866 LAMPA LAMPA 98.36
E08 Ilave Con -69.64039 -16.05994 3874 EL COLLAO ILAVE 97.26
E09 Cabanillas Con -70.34661 -15.63911 3885 SANROMAN  CABANILLAS 99.78
E10 Tahuaco Con -69.07472  -16.30783 3888 YUNGUYO YUNGUYO 97.43
E11 Chuquibambilla Con -70.7285  -14.7879 3918 MELGAR UMACHIRI 95.32
E12 Pizacoma Con -69.3695  -16.9043 3930 CHUCUITO PISACOMA 98.77
E13 Laraqueri_Con -70.04587 -16.13599 3939 PUNO PICHACANI 99.56
E14 Laraqueri EMA -70.04589 -16.13592 3928 PUNO PICHACANI 34.53
E15 Ayaviri Con -70.5916  -14.8688 3941 MELGAR AYAVIRI 97.81
E16 Ayaviri EMA -70.59314 -14.87183 3928 MELGAR AYAVIRI 64.83
E17 MazoCruz_Con -69.71544 -16.73888 3980 EL COLLAO SANTA ROSA 99.72
E18 PampaHuta Con -70.676  -15.4837 4316 LAMPA PARATIA 99.99
E19 PampaHuta EMA -70.67578 -15.48528 4400 LAMPA PARATIA 30.52
E20 Cojata_Con -69.3612  -15.0118 4347 HUANCANE COJATA 99.02
E21 Capazo Con -69.7391  -17.1827 4423 EL COLLAO CAPASO 97.07
E22 Ananea Con -69.5339  -14.6763 4660 SAN ANANEA 91.68

ANTONIO DE
PUTINA
Cédigo Tipo de Estacion Cantidad
Tipo
Con Estacion Convencional 19
EMA Estacion Automatica 3
Total 22

Nota. Elaboracién propia.
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Figura S.

Mapa de la red de estaciones meteoroldgicas del SENAMHI
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Figura 6.

Mapa de distancia de estaciones
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Figura 7.

Mapa de clasificacion climadtica del SENAMHI — 2021
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Anexo C Deteccion de anomalias parte 1

Descripcion:

129

Esta fase identifica y clasifica errores en los datos de temperatura (valores faltantes,

atipicos, inconsistencias) mediante reglas estadisticas y fisicas (SD, LM, LN, VE, VR, FH, CE,

LR, LE), siguiendo estandares de la Organizacion Meteorolégica Mundial (OMM) y el

SENAMHI. Los anexos presentan las reglas aplicadas, la distribucion de anomalias y los

umbrales fisicos, proporcionando una base para la correccion posterior.

Tabla 25.

Relacion de tablas y figuras del anexo C

N.° item

Tabla 26

Figura 8

Tabla 27

Figura 9

Figura 10

Descripcion

Reglas de control de
calidad de datos de
temperatura del aire

Flujo del modelo del
control de calidad

Umbrales de
temperatura del aire
media por estacion

Grafico de umbrales de
las estaciones
meteorologicas de Puno

Temperatura con
anomalias detectadas
grupo 1

Justificacion

Detalla las reglas y formulas
para detectar anomalias
(rangos fisicos, filtro de

Hampel, consistencia
espacial), asegurando un
proceso sistematico.

Resumen de flujo de modelo
del Control de Calidad

Muestra los rangos fisicos de
temperatura
(minimo/maximo) por
estacion, calculados con
boxplot (IQR), para detectar
valores fuera de rango.

Muestran los umbrales fisicos
basados en IQR, para
identificar valores atipicos de
temperatura de todas las
estaciones ordenadas en base
a la altitud.

Visualiza una serie de tiempo
de temperatura con las
anomalias por cada estacion

Objetivo

Identifica datos erréneos
para su correccion.

Explicar las secuencias de
pasos realizado para
realizar el modelo del
control de calidad

Establece limites para
identificar anomalias.

Proporciona una
representacion visual de
los rangos aceptables y
Detectar valores atipicos.

Cuantificar visualmente
las anomalias por estacion
para detectar patrones de
errores



Temperatura con
anomalias detectadas
grupo 2

Figura 11

Temperatura con
anomalias detectadas
grupo 3

Figura 12

Temperatura con
anomalias detectadas
grupo 4

Figura 13

Temperatura con
anomalias detectadas
grupo 5

Figura 14

Temperatura con
anomalias detectadas
grupo 6

Figura 15

Indicadores de
distribucion de
anomalias parte 1

Tabla 28

Indicadores de
distribucion de
anomalias parte 2

Tabla 29

Distribucion de

Figura 16 . -
anomalias por estacion

Mapa de distribucién
de anomalias por
estacion grupo 1

Figura 17

Mapa de distribucién
de anomalias por
estacion grupo 2

Figura 18

Mapa de distribucién
de anomalias por
estacion grupo 3

Figura 19

Visualiza una serie de tiempo
de temperatura con las
anomalias por cada estacion

Visualiza una serie de tiempo
de temperatura con las
anomalias por cada estacion

Visualiza una serie de tiempo
de temperatura con las
anomalias por cada estacion

Visualiza una serie de tiempo
de temperatura con las
anomalias por cada estacion

Visualiza una serie de tiempo
de temperatura con las
anomalias por cada estacion

Muestra indicadores en base
a la mediana y el MAD por el
analisis de anomalias por
estacion

Muestra indicadores en base
a la mediana y el MAD por el
analisis de anomalias por
estacion

Visualiza la distribucion de
las anomalias en grafico de
barras

Visualiza la distribucion
espacial de anomalias (SD,
LM, LN, VE, VR, FH, CE,

LR, LE) en las 22 estaciones.

Visualiza la distribucion
espacial de anomalias (SD,
LM, LN, VE, VR, FH, CE,

LR, LE) en las 22 estaciones.

Visualiza la distribucion
espacial de anomalias (SD,
LM, LN, VE, VR, FH, CE,

LR, LE) en las 22 estaciones.
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Cuantificar visualmente
las anomalias por estacion
para detectar patrones de
errores

Cuantificar visualmente
las anomalias por estacion
para detectar patrones de
errores

Cuantificar visualmente
las anomalias por estacion
para detectar patrones de
errores

Cuantificar visualmente
las anomalias por estacion
para detectar patrones de
errores

Cuantificar visualmente
las anomalias por estacion
para detectar patrones de
errores

Cuantificar las anomalias
por estacion para detectar
patrones de errores

Cuantificar las anomalias
por estacion para detectar
patrones de errores

Identifica patrones de
errores a nivel de estacion.

Identifica patrones
geograficos de errores.

Identifica patrones
geograficos de errores.

Identifica patrones
geograficos de errores.
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Visualiza la distribucion
espacial de anomalias (SD, Identifica patrones
LM, LN, VE, VR, FH, CE, geogréaficos de errores.
LR, LE) en las 22 estaciones.

Mapa de distribucion
Figura 20 de anomalias por
estacion grupo 4

Mapa de distribucion Visualiza la distribucion Identifica patrones
Figura 21  espacial de anomalias espacial de anomalias por ~ geograficos de errores por
categorizadas categoria categorias.

Nota. Elaboracion propia



Tabla 26.

Reglas de control de calidad de datos de temperatura del aire
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Banderin Calificaciéon Regla a cumplir Descripcion Grupq Tipo de
banderin prueba
Prueba de Limites duros a nivel de
- -40.0°C<Ti<60.0 °C la Zona de Sudamérica o global.
Limite . N~ Umbrales
LM . Si Cumple es "OK" de Estos controles aseguran que no M .
mundial N . . fisicos
lo Contrario "LD existan valores considerados
fisicamente imposibles.
-32.0°C<Th=<45.0
LN Limite °C Prueba de Limite Blando a Nivel D Umbrales
nacional Si Cumple es "OK" de Nacional fisicos
lo Contrario "LN"
Linf sect-n T<Th<
LS Limite Lsup _sect-n T Prueba de Limite Blando a Nivel D Umbrales
regional Si Cumple es "OK" de Sectorial (- 25 °C < Th <10 °C) fisicos
lo Contrario "LS"
. . . Linf estacion < Ti< Lsup_estacion
<Ti< — —
.. Linf_estacion - Tis (Tukey IQR). Si Cumple es "OK"
Limite Lsup_estacion . o Umbrales
LE ., . e~ de lo Contrario "LE D .
estacion Si Cumple es "OK" de . S fisicos
lo Contrario "LE" Llnf_estaqon =Q1 -k xIQR
Lsup estacion = Q3 +k x IQR
La absoluta de la variacion de la
o ITi -Ti-1| < 9 °C Temperaturq actual con respecto al . '
Variacion . i dato anterior debe ser menor o Consistencia
VE . Si Cumple es "OK" de . . D
excesiva . igual a un Umbral definido, caso temporal
lo Contrario "VE . .
contrario se considerado un dato
Dudoso.
Ti = Ti-l = Ti2 = Ti-3 'So.lo se conmderap validos los . .
Valor . W ultimos 3 valores incluyendo el Consistencia
VR ) Si Cumple es "OK" de . D
repetido . D dato actual, caso contrario se Temporal
lo Contrario "VR . ,
consideraran dato Dudoso.
Si el la variacion Absoluta del valor
actual con respecto a la Mediana de
una ventana de 30 dias es mayor a
3.5 * MAD (Desviacion Absoluta
Mediana) entonces se considera
datos dudoso (3.5 * MAD * 1.4826
<3.5*STD)
i35 17 Gl el e
Filtro * MAD * 1.4826 Filtro de
FH . e alrededor de cada punto. D
hampel Si Cumple es "OK" de hampel
. wArrn 2.- Calcula la MAD para la ventana
lo Contrario "AH
tomada.
3.- Define un umbral = 3.5 * MAD
*1.4826

4.- Identifica como outliers los
puntos que estan fuera de este
rango: |Xi — mediana(X)| <3.5 *
MAD, Donde: MAD =
Mediana(|Xi — mediana(X)[)




133

Consistencia Espacial

Validar datos comparando
estaciones cercanas (radio <50 km):
1. Método: Comparar cada dato con

la mediana de estaciones vecinas.

Consistencia ITesta01F)n—medlan 2. Umbral: £5°C (ajustable segun Consistencia
CE espacial (Tvecinas)| < 5 variabilidad regional). Marcar b espacial
Si Cumple es "OK" de . S
lo Contrario "CE" como inconsistente si:
[Testacion—median (Tvecinas)| <5
Si Cumple es "OK" de lo Contrario
"CEH
Si la prediccion esta entre
RF Completado [percentil 1, percentil 99] se usa C Completado
Random Forest (RF) caso contrario
Gradiente Boosting (GB)
Tabla categoria: C = Conforme D = Dudoso M = Malo NA = Sin Dat
Nota. Elaboracion propia
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Figura 8.

Flujo del modelo de control de calidad

Datos Crudos

S

Detectar Valores Vacios
Si Cumple es "SD"

S

Validacidon con Umbrales Fisicos Mundial
-40.0°C<Ti<60.0°C

Si Cumple es "OK" de lo Contrario "LM"

S

Validacion con Umbrales Fisicos Nacional
-32.0°C<Th<45.0°C

Si Cumple es "OK" de lo Contrario "LN"

S

Variacion Excesiva
|Ti-Ti-1] £ 10.0°C
Si Cumple es "OK" de lo Contrario "VE"

Valor Repetido
Ti =Ti-1=Ti-2 =Ti-3

Si Cumple es "OK" de lo Contrario "VR"

Filtro de Hampel
[Xi — mediana(X)| £ 3.5 * MAD * 1.4826

Si Cumple es "OK" de lo Contrario "AH"

N

Consistencia Espacial
|Testacion—-median (Tvecinas)| < 10

Si Cumple es "OK" de lo Contrario "CE"

NS

Validacion con Umbrales Fisicos Regional
Linf_Region < Th < Lsup_Region
Si Cumple es "OK" de lo Contrario "LR"

S

Validacion con Umbrales Fisicos Estacion
Linf_estacion < Ti < Lsup_estacion

Si Cumple es "OK" de lo Contrario "LE"

N/

Completado con Random Forest y Boosting

Entrenar modelo con variables:
Dia del aiio, Altitud, Temperaturas de estaciones vecinas.

Nota. Elaboracion propia



Tabla 27.

Umbrales de temperatura del aire media por estacion

IDEsacion Q1 Q3 10R el (RNl o Superior
EO01 86 112 2.6 4.7 15.1 1.5 1.5
E02 6.8 104 3.6 1.4 15.8 1.5 1.5
E03 98 11.7 19 6.95 14.55 1.5 1.5
E04 69 109 4 0.9 16.9 1.5 1.5
EO05 73 112 39 1.45 17.05 1.5 1.5
E06 6.5 98 33 1.55 14.75 1.5 1.5
E07 6.7 103 3.6 1.3 15.7 1.5 1.5
EO8 7.1 102 3.1 245 14.85 1.5 1.5
E09 88 11.17 2.37 5.24 14.74 1.5 1.5
E10 7.2 97 25 3.45 13.45 1.5 1.5
Ell 5.1 95 44 -1.5 16.1 1.5 1.5
E12 6.6 10 34 1.5 15.1 1.5 1.5
E13 5.6 9.6 4 -0.4 15.6 1.5 1.5
El14 5.6 9.6 4 -0.4 15.6 1.5 1.5
El15 72 107 3.5 1.95 15.95 1.5 1.5
El6 7 107 3.7 1.45 16.25 1.5 1.5
El17 3.6 88 52 -4.2 16.6 1.5 1.5
E18 2.7 63 3.6 -2.7 11.7 1.5 1.5
E19 3.9 72 33 -1.05 12.15 1.5 1.5
E20 3.1 6.6 3.5 -2.15 11.85 1.5 1.5
E21 2 6 4 -4 12 1.5 1.5
E22 3.5 52 17 0.95 7.75 1.5 1.5

Nota. Elaboracion propia
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Figura 9.
Umbrales de las estaciones meteorologicas de Puno
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Figura 10.

Temperatura con anomalias detectadas grupo 1

Series Temporales con Limites IQR y Anomalias
Grupo 1/6 (Estaciones 1-4 de 22)
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Figura 11.

Temperatura con anomalias detectadas grupo 2

Series Temporales con Limites IQR y Anomalias
Grupo 2/6 (Estaciones 5-8 de 22)
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Nota. Elaboracion propia
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Figura 12.

Temperatura con anomalias detectadas grupo 3

Series Temporales con Limites IQR y Anomalias
Grupo 3/6 (Estaciones 9-12 de 22)
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Nota. Elaboracion propia
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Figura 13.

Temperatura con anomalias detectadas grupo 4

Series Temporales con Limites IQR y Anomalias
Grupo 4/6 (Estaciones 13-16 de 22)
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Figura 14.

Temperatura con anomalias detectadas grupo 5

Series Temporales con Limites IQR y Anomalias
Grupo 5/6 (Estaciones 17-20 de 22)
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Figura 15.

Temperatura con anomalias detectadas grupo 6
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Tabla 28.

Tabla de indicadores de distribucion de anomalias parte 1
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ID Nombre Mediana MAD N Desv Desv  Desv  Anomalia Interpretacion
Esta estacion OK OK  Anomalias MAD MAD MAD Anomalias
Prom Min Max frecuente totales

E01 Puno Con 10 1.3 482 -1.75 -5.08 392 FH 6.6 Alta proporcion de valores anomalos. Anomalias
moderadas o puntuales.

E02 Desaguadero 9.1 1.7 522 -1.94 -482 2,06 FH 7.1  Alta proporcion de valores anomalos. Anomalias

Con moderadas o puntuales.

E03 IslaTaquile Con 10.7 1 433 -0.04 -4.7 5.1 FH 5.9 Alta proporcion de valores anomalos. Anomalias
moderadas o puntuales.

E04 Juliaca Con 9.4 1.8 669 -1.96 -528 233 FH 9.2 Alta proporcion de valores anomalos. Anomalias
moderadas o puntuales.

EO05 Juliaca EMA 9.8 1.8 4785 2.2 -4.83 233 FH 65.5 Alta proporcion de valores andmalos con desviaciones
sistematicas. Revisar sensor o datos histdricos.

E06  Huancane Con 8.5 1.6 587 -2.47 -6 2.06 FH 8 Alta proporcion de valores anomalos con desviaciones
sistematicas. Anomalias moderadas o puntuales.

E07 Lampa Con 8.9 1.7 378 -1.7 -476  3.06 FH 5.2 Alta proporcion de valores anomalos. Anomalias
moderadas o puntuales.

E08 Ilave Con 8.9 1.5 450 -2.6 -5.73 2.13 FH 6.2 Alta proporcion de valores anomalos con desviaciones
sistematicas. Anomalias moderadas o puntuales.

E09 Cabanillas Con 10 1.2 183 -4.1 -6.67 4 LE 2.5 Alta proporcion de valores andmalos con desviaciones
sistematicas. Anomalias moderadas o puntuales.

E10 Tahuaco Con 8.6 1.2 390 -3.01 -6.92 4.08 FH 5.3 Alta proporcion de valores andmalos con desviaciones
sistematicas. Anomalias moderadas o puntuales.

E11 Chuquibambilla 7.8 2 633 -1.77 -5.5 3.05 FH 8.7 Alta proporcion de valores anomalos. Anomalias

Con moderadas o puntuales.

E12  Pizacoma Con 8.7 1.6 358 -2.03 -5.69 287 FH 4.9 Alta proporcion de valores anémalos con desviaciones
sistematicas. Anomalias moderadas o puntuales.

E13  Laraqueri Con 7.9 1.9 270 -2.19 -479 326 FH 3.7 Alta proporcion de valores anomalos con desviaciones

sistematicas. Anomalias moderadas o puntuales.

Nota. Elaboracion propia



Tabla 29.

Indicadores de distribucion de anomalias parte 2
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ID Nombre Mediana MAD N Desv Desv  Desv  Anomalia % Interpretacion
Esta estacion OK OK Anomalias MAD MAD MAD mas Anomalias
Prom Min Max frecuente totales
E14 Laraqueri 8 1.8 4932 -2.26 -5.11 1.78 FH 67.5 Alta proporcion de valores andmalos con
EMA desviaciones sistematicas. Revisar sensor o datos
histdricos.

E15 Ayaviri Con 9.4 1.6 395 -2.93 -5.87 1.94 FH 5.4  Alta proporcion de valores anomalos con
desviaciones sistematicas. Anomalias moderadas o
puntuales.

E16  Ayaviri EMA 9.2 1.7 2983 5.43 -6.65 3941 FH 40.8 Alta proporcion de valores anomalos con
desviaciones sistematicas. Revisar sensor o datos
histdricos.

E17 MazoCruz Con 6.5 2.6 475 -1.72 -4.35 3.15 FH 6.5 Alta proporcion de valores anomalos. Anomalias
moderadas o puntuales.

E18 PampaHuta 4.8 1.7 342 -2.31 -6 2.88 FH 4.7  Alta proporcion de valores andmalos con

Con desviaciones sistematicas. Anomalias moderadas o
puntuales.

E19 PampaHuta 5.9 1.6 5174 -1.66 -475 231 FH 70.8 Alta proporcion de valores anomalos. Revisar sensor

EMA o datos historicos.

E20 Cojata Con 5.2 1.6 464 -2.55 -594 281 FH 6.4 Alta proporcion de valores anomalos con
desviaciones sistematicas. Anomalias moderadas o
puntuales.

E21 Capazo Con 42 2 723 -2.22 -5.1 3.5 LR 9.9  Alta proporcion de valores anomalos con
desviaciones sistematicas. Anomalias moderadas o
puntuales.

E22 Ananea Con 43 0.8 738 -1.89 -7.5 7.5 LE 10.1  Alta proporcion de valores andmalos. Anomalias

moderadas o puntuales.

Revisar Sensor

Nota. Elaboracion propia
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Figura 16.

Distribucion de anomalias por estacion
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Figura 17

Mapa de distribucion de anomalias por estacion grupo 1
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Figura 18.

Mapa de distribucion de anomalias por estacion grupo 2
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Figura 19.

Mapa de distribucion de anomalias por estacion grupo 3
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Figura 20.

Mapa de distribucion de anomalias por estacion grupo 4
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Figura 21.

Mapa de distribucion espacial de anomalias categorizadas
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Anexo D Correccion y relleno de datos
Descripcion:

Esta fase aplica el modelo hibrido de Inteligencia Artificial: Random Forest y Gradient
Boosting, para corregir datos erroneos y rellenar valores faltantes en las series de temperatura
(Tmed). Los anexos presentan los indicadores estadisticos de la correccion, la distribucion de

residuales y visualizaciones que comparan los datos originales con los corregidos, destacando

la reduccion de incertidumbre en las series temporales.



Tabla 30.

Relacion de tablas y figuras del anexo D
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N.° ftem Descripcion Justificacion Objetivo
Tabla 31 Indicadores estadisticos de Muestra la desviacion estandar original vs. Cuantifica la reduccion de incertidumbre
correccion y relleno corregida, p-valor (t-Student), y coeficiente de (H1).
correlacion (> .9 en 95% de estaciones).
Figura 22 Grafico de estadistica de Visualiza el porcentaje de la Reduccion de la Valida la hipétesis H1 de reduccion de
reduccion de incertidumbre Incertidumbre incertidumbre.
Figura 23 Grafico de diagrama de dispersion ~ Visualiza la Dispersion de los datos de Evalua el Analisis de la dispersion de la
de temperatura diaria Temperatura Temperatura
Figura 24 Grafico de comparacion de datos ~ Visualiza una gréfica de correlaciona entre datos y ~ Analizar la precision de generar datos de
del modelo generacion de datos del modelo temperatura
Figura 25 Mapas de correlacion espacial Mapa de calor con la matriz de correlacion de Proporciona la referencia para evaluar la
original datos originales entre estaciones vecinas. mejora en correlacion.
., . Mapa de calor con la matriz de correlacion de . e .
. Mapas de correlacion espacial p . zdec Valida la hipotesis H2 de mejora en
Figura 26 . datos corregidos, mostrando un incremento en . . .
corregido o . consistencia espacial.
62% de estaciones.
Resumen de matriz de correlacion Resume el incremento de correlacion espacial Valida la hipotesis H2 de mejora en
Tabla 32 . o 0/ s : ”» . . :
de datos original vs rellenado (62% en total, 72% sin estaciones automaticas). consistencia espacial.
. Grafico de porcentaje de aumento  Visualiza el incremento de la correlacion espacial . . . .
Figura 27 Mejora la consistencia espacial

de coeficiente (r)

de los datos de las estaciones
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, . Grafico de dispersion con linea de regresion, Demuestra la precision y capacidad
. Grafico de predicciones versus . . o
Figura 28 valores reales comparando Tmed original y Tmed Rellenado, predictiva del modelo en la correccion
con métricas MAE, RMSE, R2. (H1).
Figura 29 Grafico de Fhstnbucwn de Visualiza la frecuencia de residuales entre el valor Se verifica la Distribucion de Residuales
residuales real y generado por el modelo

Nota. Elaboracion propia



Tabla 31.

Indicadores estadisticos de correccion y relleno
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Id Desviacion Estindar Desviacion Estandar  t-Student  Reduce Correlacion RMSE Original Datos Datos Vecina

Esta original corregido (p-valor) Incert. Original Rellenado Rellenado originales (%)  generados (%) cercana
EO01 1.8176 1.7947 0 Si 0.9956 0.1706 94.9076 5.0924 El4
E02 2.4322 2.4012 0 Si 0.9959 0.2226 95.0582 49418 EI10
E03 1.4587 1.4252 0.5123 No 0.9885 0.2211 95.0308 4.9692 EO08
E04 2.7075 2.5902 0 Si 0.9705 0.6581 94.5654 5.4346 EO05
E05 2.6887 2.6421 0 Si 0.9959 0.2456 35.6057 64.3943 EO04
E06 2.3471 2.2784 0 Si 0.9913 0.3151 95.0582 49418 E20
E07 2.4186 2.3671 0 Si 0.9912 0.3213 97.9055 2.0945 EO04
E08 2.181 2.1034 0 Si 0.9857 0.3727 96.1944 3.8056 EO03
E09 1.909 1.7967 0 Si 0.9808 0.3837 99.7536 0.2464 E04
E10 1.82 1.7455 0 Si 0.9847 0.3226 96.8925 3.1075 EO02
E11 2.9596 2.8866 0 Si 0.9935 0.3426 94.8939 5.1061 EIS
E12 2.4271 2.3429 0 Si 0.9866 0.4011 98.3162 1.6838 E17
E13 2.7539 2.6919 0 Si 0.9899 0.3915 99.3977 0.6023 E14
E14 2.7678 2.7221 0 Si 0.9958 0.2563 33.4428 66.5572 E13
E15 2.4876 2418 0 Si 0.9931 0.2978 97.1526 2.8474 EI16
El6 4.7435 24515 0.0001 Si 0.5207 4.0564 60.6571 39.3429 EI15
E17 3.4981 3.2582 0 Si 0.9741 0.8107 99.6578 0.3422 EI12
E18 2.5367 2.3868 0 Si 0.9785 0.5352 99.9726 0.0274 E19
E19 2.2268 2.1863 0.0004 Si 0.9968 0.1804 30.1711 69.8289 EI18
E20 2.5247 2.3393 0 Si 0.968 0.6493 98.5763 1.4237 E22
E21 2.7127 2.4989 0 Si 0.9697 0.6803 95.5647 4.4353 E17
E22 1.2826 1.219 0 Si 0.9563 0.3756 91.0472 8.9528 E20
Prd 2.49 2.3 0.02 0.96 0.56 86.36 13.64

Nota. Elaboracion propia
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Figura 22.

Estadistica de reduccion de incertidumbre

Nota. Elaboracion propia



Figura 23.

Grdfico de diagrama de dispersion de temperatura diaria
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Figura 24.

Grdfico de comparacion del modelo
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Figura 25.

Mapa de correlacion espacial original
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Figura 26.

Mapa de correlacion espacial corregido o rellenado
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Tabla 32.

Resumen de matriz de correlacion de datos original vs rellenado

Estacion  Correlacion Media Correlacion Mejor Tipo de
Original Media ar Estacion
Rellenado
E01 0.781800133 0.789935639 Si Con
E02 0.766018649 0.77373769 Si Con
E03 0.566951752 0.581531965 Si Con
E04 0.811576953 0.802433519 No Con
E05 0.828224159 0.803040273 No EMA
E06 0.77346754 0.783392421 Si Con
E07 0.767381883 0.774904242  Si Con
E08 0.756649356 0.76395397 Si Con
E09 0.661591342 0.67352443 Si Con
E10 0.68147223 0.696504107 Si Con
E11 0.750742058 0.769330701 Si Con
E12 0.698782461 0.717550872 Si Con
E13 0.748464297 0.769606205 Si Con
E14 0.772473542 0.760482667 No EMA
E15 0.688390374 0.709644788 Si Con
El6 0.417578557 0.649276572 Si Con
E17 0.747491439 0.729125619 No Con
E18 0.741556043 0.722876685 No Con
E19 0.680560116 0.660423977 No EMA
E20 0.565810384 0.549997866 No Con
E21 0.401240985 0.368201889 No Con
Promedio 0.70 0.71
Leyenda
Con Convencional
EMA Automatica

Nota. Elaboracion propia
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Figura 27.

Grdfico de predicciones versus valores reales
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Figura 28.

Mapa de distribucion de residuales
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Anexo E Validacion de eficacia del modelo
Descripcion:

Esta fase aplica el modelo hibrido (Random Forest + Gradient Boosting) para corregir
datos erroneos y rellenar valores faltantes en las series de temperatura (Tmed). Los anexos
presentan los indicadores estadisticos de la correccion, la distribucion de residuales y
visualizaciones que comparan los datos originales con los corregidos, destacando la reduccion
de incertidumbre en las series temporales.

Tabla 33.

Relacion de figuras del anexo E

N.° item Descripcion Justificacion Objetivo

Grafico de lineas/caja que
muestra la evolucion de MAE,
RMSE y R? a lo largo de los
cinco folds.

Visualiza la
estabilidad del
modelo.

Grafico de evolucion de
Figura 29 métricas por fold de
validacion cruzada

Identifica las

. variables clave
Grafico de barras que muestra la

Grafico de importancia contribucion de variables Clirerlfsn(:iz? M
Figura 30  de caracteristicas de las predictoras (Day, Month, pierb y
. : . justificar el
variables Altitud, etc.) en la prediccion de
aporte de cada
Tmed. .
variable en el
modelo.
Representa el flujo del modelo Explica el
Fioura 31 Diagrama del modelo  hibrido, incluyendo seleccion de  funcionamiento
8 hibrido (RF + GB) caracteristicas, entrenamiento y del modelo
l6gica de prediccion. matematico.

Nota. Elaboracion propia



Figura 29.

Grdfico de evolucion de métricas por fold de validacion cruzada
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Figura 30.
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Nota. Elaboracion propia




Figura 31.

Diagrama del modelo hibrido (RF + GB)
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- GB: n_estimators=500, learning_rate=0.08, loss='huber'
- Seleccién: use_gb = (rf_pred <q1) | (rf_pred > q9)

U

Predicciones

Tmed_Generated

U

Post-procesamiento

- Ajuste estadistico
- Tmed_Rellenado

L

Validacion

- Validacién cruzada
- Graficos (dispersion, series, mapas de calor)
- Métricas (MAE, RMSE, R?)

U

Salida

- CSV con series completas

Nota. Elaboracion propia
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